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Abstract 

The operating room (OR) is among the highest hospital revenue generators while also accounting for 

an equally high cost of use. Thus, optimising the use of the OR becomes vital for the provision of efficient 

and cost-effective healthcare. A fundamental step towards achieving optimal scheduling of surgical 

procedures is to obtain accurate estimates of their duration. 

This master's thesis focuses on the study and construction of a resolution approach that can be applied 

as a tool to provide more accurate estimates on the use of the OR than the predictions currently made 

by the surgeons of the orthopaedic specialty at Hospital da Luz de Lisboa. 

Based on a literature review, linear regression was selected as the method to be applied to the problem 

in question. Three different scenarios were built (aggregate model, model per procedure and model per 

surgeon) to understand which of the three provides forecasts that are closer to what is observed. 

All models could outperform the predictions estimated by the surgeons, representing a preferable 

alternative to the currently used method. However, it was possible to confirm the best performance of 

the aggregate model compared to the others. 
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Resumo 

O bloco operatório (BO) está entre as unidades mais rentáveis de um hospital contabilizando, no 

entanto, um custo de funcionamento igualmente elevado. Desta forma, a otimização da utilização do 

BO torna-se vital para a prestação de cuidados de saúde eficientes e rentáveis. Neste contexto, a 

previsão exata dos tempos operatórios é um passo fundamental para que se atinja uma programação 

dos procedimentos cirúrgicos ótima. 

Esta dissertação de mestrado foca-se no estudo e construção de uma abordagem de resolução que 

possa ser aplicada como ferramenta de disponibilização de estimativas mais precisas da utilização do 

BO do que as previsões realizadas pelos cirurgiões da especialidade de ortopedia do Hospital da Luz 

de Lisboa. 

Com o apoio dos casos de estudo analisados na revisão bibliográfica, selecionou-se a regressão linear 

na construção de três cenários distintos (modelo agregado, modelo por procedimento e modelo por 

cirurgião) com a finalidade de perceber qual das opções fornece uma previsão mais próxima da 

verificada na realidade. 

Todos os modelos foram capazes de superar as previsões estimadas pelos cirurgiões, representando 

os métodos propostos uma alternativa preferível ao método atualmente utilizado. Foi possível confirmar 

a melhor prestação do modelo agregado relativamente aos restantes. 
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1. Introdução 

O bloco operatório (BO) é um recurso crítico que representa mais de 40% das receitas totais de um 

hospital e uma proporção igualmente elevada do seu total de despesas, o que faz dele a unidade mais 

onerosa mas também a de maior fonte de rendimento (Denton et al., 2007). Torna-se, assim, 

fundamental a gestão eficiente desta unidade, quando os hospitais ou outros serviços de saúde visam 

maximizar os seus resultados com os recursos existentes.  

Este recurso apresenta um funcionamento por vezes imprevisível com múltiplos fatores que poderão 

interferir na sua eficiência: interações sociais complexas que envolvem muitos intervenientes como 

pacientes, cirurgiões, anestesistas, enfermeiros, auxiliares, administrativos e outros trabalhadores que 

garantem o funcionamento das instalações; elevada variabilidade de pacientes, procedimentos 

cirúrgicos, cirurgiões com conhecimentos especializados em diferentes áreas, instrumentos e requisitos 

de staff; fatores associados ao paciente que podem causar alterações inesperadas, tais como violações 

dos períodos de jejum pré-operatório ou comorbilidades descompensadas que provocam 

cancelamentos próximos do início da cirurgia; complicações intraoperatórias que alteram o curso de 

um procedimento; fatores de staff, tais como comunicação deficiente, atrasos no arranque da atividade 

cirúrgica devido à sobreposição de procedimentos e problemas de fluxo devido à falha na cobertura de 

refeições ou pausas; fatores logísticos como por exemplo, a quebra nas cadeias de abastecimento de 

equipamentos e processos de esterilização; e por último dificuldades na alocação de salas e na 

utilização eficaz do tempo disponível de BO (Lee et al., 2019).  

O elevado número de fatores apresentado torna complexo e desafiante o exercício de sequenciação e 

programação correta de cirurgias de forma a garantir a eficiente utilização dos recursos e a evitar a 

subutilização ou sobreutilização do BO, que tem também por vezes um impacto indesejado nos tempos 

de espera dos pacientes. Uma das componentes mais importantes neste exercício é a duração de cada 

cirurgia que é difícil de prever. O que se verifica na generalidade dos casos é que para o mesmo código 

cirúrgico, isto é, para o mesmo procedimento, as durações podem variar consideravelmente (Azar et 

al., 2022). É por isso que, quando solicitados a apresentar o tempo previsto para cada procedimento 

os cirurgiões poderão sobrestimar ou subestimar a duração de uma cirurgia. Na literatura têm sido 

apontados vários fatores para essa inexatidão podendo depender da quantidade de casos que o 

cirurgião se propõe a realizar no seu tempo de bloco, da complexidade dos procedimentos ou até da 

experiência que possa ter relativamente ao mesmo (Laskin et al., 2013). Quando as cirurgias 

apresentam uma duração superior à prevista, os procedimentos que se seguem podem ser adiados 

(resultando em redução dos arranques à hora programada com exigências adicionais no horário dos 

trabalhadores) ou cancelados (criando questões de rendimento e prejudicando o valor da experiência 

hospitalar do cliente). Por outro lado, estimativas demasiado conservadoras resultam em blocos 

operatórios vazios originando menor ocupação e rendimento. De um modo geral, estimativas imparciais 

e exatas serão o pré-requisito para permitir alcançar conjuntos de blocos operatórios mais eficientes, 

com repercussão bem demonstrada quer nos resultados clínicos quer na experiência hospitalar por 

parte dos pacientes (Kayis et al., 2012). Este último ponto é extremamente importante na medida em 

que, numa área cada vez mais competitiva, a experiência hospitalar sentida por cada cliente pode ser 
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fortemente penalizada por um atraso na chamada para o bloco ou por um cancelamento indesejado da 

sua cirurgia. 

Este é um tema que tem vindo a ser abordado frequentemente nas últimas duas décadas, mas que é 

de particular interesse para os gestores das organizações de saúde sensíveis no momento atual dado 

estarem a emergir da situação pandémica que submeteu os seus sistemas a testes inesperados e 

difíceis de ultrapassar. Num curto espaço de tempo os sistemas de saúde foram pressionados a 

responder a uma procura consideravelmente superior perante uma capacidade instalada relativamente 

reduzida. Para além do panorama devastador criado pela pandemia, que terminou com milhões de 

vidas e que levou muitos cidadãos a estados clínicos críticos, foi também este desafio que despoletou 

um rápido progresso tecnológico potenciador de custos acrescidos com novos dispositivos médicos e 

metodologias terapêuticas. Adicionalmente, vivemos uma situação de rotura mundial nas cadeias de 

abastecimento e atrasos associados à logística envolvente, agravada ainda mais pelas repercussões 

do conflito entre a Rússia e a Ucrânia, que se traduz num desafio grande para quem tenta fazer chegar 

os produtos aos seus consumidores. 

Regressando ao desafio de uma programação eficaz da ocupação do bloco BO, a revisão bibliográfica 

realizada demonstrou-nos que tem sido desenvolvido um conjunto de técnicas estatísticas e de 

machine learning (ML) que procuram auxiliar na previsão da duração de cirurgias. Alguns exemplos 

são a regressão linear, Bayesian approaches, neural networks e random forests (ShahabiKargar et al., 

2014). Contudo, apesar destes esforços de investigação superarem o desempenho dos métodos atuais 

de estimativa hospitalar, o erro de previsão dos modelos propostos é ainda bastante elevado e a maioria 

destes modelos ou são específicos para um procedimento em particular ou baseados em conjuntos de 

dados limitados que os tornam difíceis de utilizar em situações práticas (ShahabiKargar et al., 2014). 

No presente estudo, foram utilizados dados de cirurgias realizadas entre os anos 2019 e 2022 no âmbito 

da especialidade de ortopedia do Hospital da Luz de Lisboa, uma entidade privada de referência em 

cuidados de saúde em Portugal. O principal objetivo do trabalho foi a construção de um modelo de 

previsão que possa ser aplicado como ferramenta autónoma de disponibilização de estimativas mais 

precisas aos coordenadores de serviço e gestores do bloco encarregues de planear e sequenciar as 

cirurgias de forma a garantir a eficiência operacional do mesmo e que, de forma secundária, permita 

identificar quais as variáveis pré-operatórias que melhor se relacionam com a duração cirúrgica. Desta 

forma, e tendo em conta a literatura existente, foi selecionada a regressão linear como abordagem de 

resolução a aplicar. Foram contruídos três cenários possíveis (um modelo agregado, um modelo por 

procedimento e um modelo por cirurgião) com a finalidade de perceber qual dos três reproduz previsões 

mais próximas daquelas que se observam na realidade. 

De modo geral, todos os modelos superaram as previsões atualmente estimadas pelos cirurgiões, 

representando todos melhores opções relativamente ao método presentemente utilizado. Quando 

comparados, o root mean squared error (RMSE) relativo a cada um dos modelos é inferior e a sua 

percentagem de exatidão apresenta-se consideravelmente mais alta. Contudo, para determinar por 

qual dos modelos optar foi necessário comparar cada um deles individualmente.  
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Numa primeira instância, comparou-se o desempenho do modelo agregado com o modelo por 

procedimento e concluiu-se que o método agregado para além de explicar melhor a variabilidade 

associada à duração real das cirurgias, apresenta um valor baixo de RMSE e percentagens de exatidão 

na sua maioria superiores ao modelo por procedimento. Posteriormente, comparou-se o modelo 

agregado e o modelo por cirurgião e verificou-se que ambos explicam bem a variabilidade das durações 

cirúrgicas e apresentam valores baixos de RMSE bem como percentagens de exatidão muito positivas. 

Contudo, foi possível aferir valores mais baixos de RMSE bem como percentagens de previsões exatas 

na sua grande parte superiores para o modelo agregado. Desta forma, tornou-se clara a superioridade 

do modelo agregado relativamente aos restantes. 

Este trabalho está estruturado em sete capítulos. Depois deste capítulo introdutório (1), no próximo 

capítulo (2) é feita a contextualização do problema que motivou a investigação. De seguida, no capítulo 

3, é realizada uma revisão da literatura sobre as temáticas relacionadas com este caso de estudo, 

apresentando exemplos relevantes da comunidade científica, que irão sustentar a construção do 

modelo em causa. Neste capítulo é ainda selecionada a abordagem de resolução a aplicar e 

apresentada uma breve contextualização teórica da mesma. O capítulo 4 apresenta a metodologia de 

investigação aplicada seguido, no capítulo 5, da apresentação e discussão dos resultados da sua 

aplicação. Por fim, o capítulo 6 resume o trabalho desenvolvido e o capítulo 7 apresenta as principais 

conclusões e aborda o que se pretende realizar como trabalho futuro. 
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2. Caracterização do Problema 

2.1 Caracterização do BO 

O BO representa uma unidade orgânica e funcional de um hospital que integra meios físicos, humanos 

e técnicos. Estes permitem a realização de intervenções cirúrgicas urgentes ou programadas, exames 

ou outros procedimentos que necessitem de condições de assepsia e/ou anestesia para a pessoa a 

quem se destinam estes cuidados, com o objetivo de salvar, tratar ou melhorar a sua qualidade de vida. 

Esta unidade caracteriza-se por ser o ponto de convergência da maior parte dos serviços e 

especialidades e por requerer uma exigência técnica elevada ao nível das instalações e procedimentos 

realizados (ACSS, 2011).  

Como já referido anteriormente, o BO é a unidade que mais gera receita num hospital, podendo 

representar até 42% da mesma. Por outro lado, também representa um custo elevado de semelhante 

proporção, estimado em 35.78 € por minuto (Lee et al., 2019). Desta forma, torna-se vital a otimização 

da sua utilização para uma prestação de cuidados de saúde eficientes e rentáveis. 

O BO é constituído por salas operatórias, locais de desinfeção, salas de apoio e salas de indução 

anestésica. Relativamente ao Hospital da Luz de Lisboa, este apresenta dezasseis salas operatórias 

sendo uma destas destinada à robótica, uma sala de urgência e uma sala de Lasik1. Cada sala 

apresenta um local de desinfeção bem como uma sala de indução anestésica. Esta unidade apresenta 

um horário de funcionamento de segunda-feira a sexta-feira das 08h00 às 22h00 e sábado das 08h00 

às 14h00 sendo que, durante o restante tempo apenas se encontra disponível para procedimentos de 

urgência. As especialidades cirúrgicas que ocupam o BO são as seguintes: angiologia e cirurgia 

vascular, cirurgia cardíaca, cirurgia torácica, cirurgia geral, cirurgia maxilofacial, cirurgia pediátrica, 

cirurgia plástica reconstrutiva e estética, dermatologia, gastrenterologia, ginecologia, medicina dentária, 

neurocirurgia, oftalmologia, ortopedia, otorrinolaringologia e urologia. 

A natureza delicada dos processos realizados no BO obriga a que o seu interior seja limitado a 

profissionais devidamente autorizados e que os circuitos de pessoas e material médico estejam 

corretamente definidos e assinalados para evitar a possibilidade de acidentes como é recomendado 

pela ACSS2(ACSS, 2011). No que diz respeito a recursos humanos, para cada cirurgia, o Hospital da 

Luz de Lisboa disponibiliza geralmente 6 elementos: cirurgião, anestesista, enfermeiro(a) de 

anestesista, enfermeiro(a) circulante, enfermeiro(a) instrumentista e auxiliar. Mediante a complexidade 

do procedimento cirúrgico e caso seja necessário, é possível adicionar elementos extra à equipa como 

são exemplos os técnicos de radiologia, eletrofisiologia ou reologia. 

Apesar da literatura existente não apresentar consenso relativamente à definição de tempo cirúrgico, é 

importante discriminar as diferentes fases que o podem caracterizar. Numa primeira fase, o paciente é 

 
1 Lasik é uma cirurgia ocular, que usa um laser para remodelar a forma da córnea (Hospital da Luz, 2019). 
2 ACSS é a sigla para Administração Central do Sistema de Saúde e é a entidade que executa as orientações do 
Ministério da Saúde. 
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admitido ao bloco. Após a sua admissão e caso se reúnam as condições da cirurgia segura no transfere, 

o paciente é transportado para a sala operatória. Contudo, se a anestesia for do tipo local, o paciente 

pode passar pela sala de indução anestésica antes de entrar na sala operatória. No caso de a anestesia 

ser do tipo geral, a anestesia é administrada na sala. Com o paciente anestesiado e corretamente 

posicionado, é possível iniciar-se a cirurgia. O início do procedimento é dado pela incisão e termina 

após o fecho do doente. De seguida, dá-se o fim da anestesia, a saída do paciente da sala, a sua 

admissão no recobro e posterior transferência para a enfermaria onde o tempo de permanência irá 

depender da tipologia de internamento, i.e, se se trata de um procedimento em ambulatório ou de 

internamento. Na figura 1 é feita uma representação destas fases numa linha temporal.  

 

Figura 1 I Fases que caracterizam o procedimento cirúrgico. 

2.2 Planeamento e agendamento do BO 

O agendamento do BO é o processo de escalonamento de cirurgias por médico e por sala que tem 

como output um calendário detalhado, na maior parte das vezes semanal, onde é descrito o slot alocado 

a cada procedimento. Os gestores hospitalares pretendem maximizar o rendimento da utilização dos 

blocos operatórios através de uma variedade de passos estratégicos. Na literatura é feita referência a 

três estratégias de programação cirúrgica: block-scheduling, open-scheduling e modified block-

scheduling. Num sistema de programação block-scheduling são atribuídos horários a grupos cirúrgicos 

que depois os distribuem pelos seus cirurgiões. Assim, estes inscrevem os seus casos no horário que 

lhes foi atribuído, sujeitos à condição de que a duração média dos casos se enquadre no período 

programado. Para os casos que não se enquadram, o cirurgião deve solicitar uma autorização para 

fazer uma reserva extraordinária. Por outro lado, num sistema de programação open-scheduling, a 

intenção é acomodar todos os pacientes. Desta forma, não existe alocação de tempo cirúrgico a 

especialidades e cirurgiões sendo que as intervenções cirúrgicas são agendadas enquanto houver 

salas e tempos cirúrgicos disponíveis (Denton et al., 2007). A estratégia de modified block-scheduling 

segue a lógica de block scheduling sendo que neste caso existem certos blocos de tempo que não são 

atribuídos a nenhuma especialidade ou cirurgião. Este modelo pode ser aplicado de duas formas 

distintas com diferentes níveis de flexibilidade: o preenchimento dos blocos de tempo alocados às 

especialidades e cirurgiões é da sua responsabilidade sendo que os restantes slots são preenchidos 

numa ótica de first-come-first-served (FCFS) ou o hospital impõe um limite temporal até onde os 

cirurgiões podem marcar as cirurgias. Ultrapassado este limite, e caso não haja nenhum agendamento, 

esse tempo é preenchido também seguindo o regime de FCFS (Guerriero & Guido, 2011). 
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A estratégia seguida pelo Hospital da Luz de Lisboa é a de uma programação cirúrgica em block-

scheduling dado que, é atribuído a cada especialidade um horário semanal fixo durante o qual pode 

realizar agendamentos cirúrgicos. Cada especialidade é responsável por, juntamente com os 

cirurgiões, realizar o seu planeamento semanal tendo em conta os slots que lhe são atribuídos. Na 

prática, o que acontece é que cada cirurgião acaba por ter um horário fixo no qual pode realizar 

agendamentos. Caso o médico queira utilizar outro horário ou preveja que o procedimento possa 

exceder o horário atribuído, poderá realizar o agendamento tendo em consideração de que este terá 

de ser posteriormente revisto e validado pela direção do bloco. Assim, após identificar a necessidade 

cirúrgica o cirurgião realiza o agendamento através da plataforma SAAC 23. Nesta fase são introduzidos 

dados como por exemplo, os dados biográficos do doente, o diagnóstico ICD-94, o procedimento 

principal e secundários utilizando codificação específica do hospital, o dia, o horário e o tempo estimado 

de duração da cirurgia. São ainda solicitados os materiais de implante, necessidades específicas para 

o procedimento como características de marquesa, tipo de bloco, intensificador de imagem, TAC5 ou 

ressonância intraoperatória, necessidades de avaliações pré-operatórias tendo em conta o doente, bem 

como reserva de sangue. De seguida, a secretária clínica é responsável por validar os dados 

preenchidos e enviar a proposta para a direção do bloco. Semanalmente o diretor do bloco e a chefe 

de enfermagem reúnem-se no sentido de validar as propostas recebidas e construir o planeamento da 

semana que se segue.  

2.3 Constrangimentos ao planeamento e agendamento do BO 

Na maioria dos hospitais a disponibilidade do BO é limitada e, por isso, existe uma grande ênfase em 

agendar o maior número de casos enquanto for praticável, seguro e rentável. Todavia, enquanto 

algumas cirurgias têm uma duração relativamente previsível outras podem ter uma variabilidade 

significativa na sua duração (Denton et al., 2007). Acresce ainda que, uma parte dos médicos não 

apresenta uma atividade exclusiva somente num hospital limitando, por vezes, os horários que estes 

poderão ter para agendar as suas cirurgias. 

No Hospital da Luz de Lisboa, e relativamente à especialidade ortopédica, os cirurgiões estimam a 

duração da cirurgia que se propõem a realizar com base na sua experiência. São poucas as 

ferramentas disponíveis de auxílio ao cálculo de previsão de tempos cirúrgicos. Esta é, no entanto, uma 

limitação facilmente contornável dado que o hospital dispõe de dados rigorosos e compilados de apoio 

à gestão sobre a atividade do BO com os quais é possível trabalhar. A combinação da relativa reduzida 

disponibilidade horária quer de salas operatórias quer de médicos e a imprecisão relativamente à 

duração de cada procedimento cria a necessidade de um planeamento cuidado que consiga balancear 

 
3 SAAC 2 é o acrónimo para Sistema de Apoio à Atividade Cirúrgica (versão 2) e é o software atualmente 
utilizado para a realização de agendamentos cirúrgicos no Hospital da Luz de Lisboa. 
4 ICD 9 é a sigla para International Classification of Diseases (9ª revisão) e é o sistema atual oficial de atribuição 
de códigos a diagnósticos aprovado pela Organização Mundial de Saúde (CDC, n.d.). 
5 TAC é o acrónimo para Tomografia Axial Computadorizada e é um exame complementar de diagnóstico por 
imagem. 
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os critérios concorrentes do BO: equipa em espera, equipa inativa e horas extraordinárias (Denton et 

al., 2007).   

Devido às estimativas pouco exatas de duração cirúrgica que os cirurgiões, por vezes, introduzem no 

planeamento, é de esperar que a duração real de uma cirurgia possa ser frequentemente inferior ou 

ultrapassada. Este facto pode impactar a ocupação do bloco (no caso de a duração ser inferior à 

prevista) causando problemas de rendimento ou provocar atrasos sucessivos (no caso de a duração 

ser superior à prevista) que implicam o prolongamento dos horários dos restantes membros da equipa. 

Neste último caso, o atraso pode originar cancelamentos indesejáveis devido à indisponibilidade do 

médico para operar no novo horário ou por o paciente já não reunir as condições necessárias à cirurgia.  

O que se verifica é que, apesar de este ser um constrangimento diário e conhecido por todas as partes 

envolvidas, não existe, ainda, um controlo rígido sobre o tempo previsto pelos cirurgiões e o tempo que 

realmente acontece sendo, assim, difícil a instituição de medidas que tentem alertar o cirurgião para a 

consciencialização da necessidade imperiosa em minimizar estes desvios. A figura 2 representa a 

comparação entre as previsões de duração cirúrgica estimadas pelos cirurgiões da especialidade de 

ortopedia do Hospital da Luz e a sua duração real no período entre 1 de janeiro de 2019 e 31 de maio 

de 2022, dados fornecidos pelo hospital na sequência do parecer positivo das respetivas comissões de 

investigação e ética e que irão ser utilizados para desenvolver o presente trabalho. A linha a vermelho 

demonstra o cenário ideal em que as estimativas se encontram sempre corretas. É possível observar 

no gráfico que as observações tendem a localizar-se do lado esquerdo da linha. Isto reflete a evidente 

sobrestimação na previsão por parte dos cirurgiões relativamente aos tempos cirúrgicos reais que 

poderá incentivar períodos de inutilização do BO. 

 

Figura 2 I Comparação entre as previsões de duração cirúrgica estimadas pelos cirurgiões e a duração real, para 

o período entre 1 de janeiro de 2019 e 31 de maio de 2022. 
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O presente trabalho pretende ajudar na mitigação dos constrangimentos de agendamento e 

planeamento referidos que advêm do método utilizado atualmente.  
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3. Revisão de Literatura 

3.1 Métodos de previsão de tempos cirúrgicos 

No âmbito da previsão de tempos cirúrgicos, várias abordagens têm sido propostas, seguindo 

maioritariamente duas correntes de investigação. A primeira é a de tentar encontrar entre as 

distribuições conhecidas aquela que é a mais adequada (frequentemente distribuição normal e log-

normal) e utilizá-las para caracterizar a variabilidade nos procedimentos e previsões de tempo. A 

segunda passa pela construção de modelos estatísticos para previsão de duração de cirurgias e 

identificação de fatores que influenciam a variabilidade destas durações (Hosseini et al., 2015).  

De entre os estudos relacionados com distribuições, Strum, May & Vargas (2000) analisam um vasto 

conjunto de dados clínicos e concluem que as durações cirúrgicas tendem a seguir o comportamento 

de uma distribuição log-normal. Posteriormente, os mesmos investigadores demonstram ainda que a 

distribuição log-normal proporciona melhores resultados do que a distribuição normal em cirurgias com 

duplo procedimento (Strum et al., 2003). Seguindo a mesma lógica, Dexter & Ledolter (2005) 

desenvolvem um método Bayesiano para calcular limites de duração para procedimentos. Stepaniak 

et al. (2009) concluem de forma semelhante que, ao utilizar um modelo de distribuição log-normal para 

prever durações de procedimentos, baseado em três parâmetros, incluindo efeitos relacionados com 

os cirurgiões, prova a redução significativa de erros de previsão e desta forma, de ineficiências do BO. 

Por outro lado, no que toca a construção de modelos e porque o número de códigos CPT6 é muito 

elevado, Strum et al. (2000) desenvolvem um modelo linear tendo em conta cinco fatores principais 

para cada código CPT utilizando o logaritmo da duração da cirurgia (desde a incisão até ao fecho) ou 

o logaritmo do tempo total de procedimento (desde que o paciente entra no BO até abandonar a 

anestesia) como variável de resposta, e o cirurgião, o tipo de anestesia, a classe de risco ASA7, o 

género do paciente e a sua idade como variáveis explicativas. Eijkemans et al. (2010) desenvolvem um 

modelo de regressão de previsões utilizando o logaritmo do tempo total de procedimento (desde a 

entrada do paciente no BO até à sua saída) como variável de resposta. Para além da estimativa de 

duração do médico, utilizaram um vasto conjunto de fatores adicionais que dividiram em três classes: 

características da cirurgia (número de procedimentos e se é ou não uma cirurgia laparoscópica), 

características de equipa (número de membros da equipa cirúrgica e sua experiência) e características 

do paciente (idade, género, índice de massa corporal, admissões hospitalares prévias). Para cada um 

foi determinada a sua significância quando adicionado como fator único ao modelo, que apenas incluía 

o tipo de procedimento como efeito aleatório. As características da cirurgia e da equipa apresentaram 

um maior poder preditivo enquanto as características dos pacientes demonstraram um efeito modesto, 

 
6 CPT é a sigla para Current Procedural Terminology e representa uma linguagem uniforme utilizada por médicos 
e profissionais de saúde para a codificação de serviços e procedimentos médicos a fim de simplificar os relatórios 
a aumentar a precisão e eficiência (AMA, 2021). 
7 ASA é o acrónimo para American Society of Anesthesiologists e diz respeito ao sistema de classificação 
utilizado principalmente pelos anestesistas para ajudar a avaliar as condições comórbidas pré-operatórias de um 
paciente (Grubb, 2016). 
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mas distinto sobre o tempo do BO: operações mais curtas para os pacientes com mais idade (superior 

a 60 anos) e um índice de massa corporal mais elevado foi associado a tempos cirúrgicos superiores. 

Também a previsão do cirurgião teve uma contribuição substancial e independente para a previsão 

sendo que o modelo acabou por conseguir explicar 27% da variação residual do logaritmo do tempo de 

bloco. Comparando com o método atual baseado em médias históricas seria possível reduzir o número 

de cirurgias com tempo previsto inferior ao real em 12% e o número de cirurgias com tempo previsto 

superior ao real em 25%. Pelo facto de os códigos CPT estarem entre os fatores com maior poder 

preditivo de durações cirúrgicas, Li et al. (2010) apresentam um procedimento agrupador para 

identificar que códigos aparecem sempre juntos de forma a construir uma matriz de classificação 

completa retirando os códigos sem qualquer poder preditivo, mantendo a informação útil na medida do 

possível. Posteriormente propõem a regressão linear e a regressão log-linear como modelos preditivos 

que apresentam reduções significativas no que toca a erros preditivos quando comparados com 

métodos benchmark. Kayis et al. (2012) desenvolvem um modelo de regressão que combina um 

método frequentemente utilizado de estimativas que aplica as últimas cinco cirurgias de um mesmo 

procedimento para cada cirurgião com fatores operacionais (ordem da cirurgia, atribuição do BO, staff 

cirúrgico) e temporais (dia da semana, mês, ano, horário). Este modelo resulta numa melhoria do desvio 

à média absoluta, especialmente para casos de maior duração. Para além disto, conclui-se uma vez 

mais que os fatores operacionais são promissores na melhoria da previsibilidade da duração da cirurgia. 

Edelman et al. (2017) tentam melhorar a precisão das previsões dos procedimentos cirúrgicos utilizando 

modelos de regressão linear. Constroem três modelos e concluem que o que apresentou maior precisão 

apresentou como base as seguintes variáveis independentes: tempo estimado de duração cirúrgica, 

tipo de operação, classificação ASA e tipo de anestesia. 

Alguns autores investigaram o uso de técnicas de data mining para previsão de durações cirúrgicas. 

Numa primeira fase, Combes et al. (2008) descrevem um modelo de data warehouse utilizado na 

extração de dados de várias bases de dados possivelmente heterogéneas e não interativas. Na etapa 

de data mining, são desenvolvidos e comparados dois métodos, nomeadamente rough sets e neural 

networks utilizando fatores relacionados com o paciente (dados administrativos, historial médico, etc.) 

e ambiente cirúrgico (cirurgião, tipo de anestesia, etc.) como variáveis explicativas. Contudo, os 

resultados obtidos não foram particularmente satisfatórios dada a escolha de agrupamentos de 

variáveis e nas diferenças entre casos que parecem ter efeito na qualidade da previsão. Baseando-se 

de forma semelhante em fatores relacionados com o paciente e ambiente cirúrgico (incluindo idade do 

paciente, experiência da equipa cirúrgica em anos, tipo de anestesia, etc.), Devi, Rao & Sangeetha 

(2012) propõem no serviço de oftalmologia a comparação do desempenho de três métodos para a 

previsão de durações de cirurgias: adaptive neuro fuzzy systems (ANFIS), artificial neural networks 

(ANN) e multiple linear regression analysis (MLRA). O que se verifica é que o modelo ANFIS supera os 

outros dois métodos neste âmbito. Gomes et al. (2012) apresentam resultados de utilização de três 

métodos distintos de data mining (linear regression (LR), random forests (RF) e M5 rules (M5)). Neste 

estudo é demonstrado que existe uma vantagem clara em utilizar algoritmos de data mining com 

aumentos de 36% na exatidão das previsões quando comparado com as estimativas fornecidas pelos 

cirurgiões. Ng et al. (2017) utilizaram para cada paciente um conjunto de características pré-operatórias 
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incluindo atributos do paciente (idade, peso, altura, género, comorbilidades, etc.) bem como atributos 

do ambiente clínico (cirurgião local da cirurgia e duração). Para cada procedimento também é 

conhecido o tempo inicialmente programado para além da duração real da cirurgia registada após cada 

procedimento. Os autores investigam algoritmos de neural regression para estimar os parâmetros de 

duração dos casos cirúrgicos, concentrando-se na questão da heterocedasticidade8. Procuram estimar 

simultaneamente a duração da cirurgia e ter uma noção específica da incerteza associada à sua 

duração. Neste estudo são demonstradas melhorias acrescidas na ordem dos 20% (em termos de 

minutos reservados em excesso) quando comparadas com as técnicas atuais. ShahabiKargar et al. 

(2014) investigaram o desempenho de diferentes abordagens de ML para melhorar a previsão de 

tempos cirúrgicos. Os modelos preditivos aplicados incluíram LR, multivariate adaptive regression 

splines (MARS) e (RF). A validação cruzada dos resultados revela que o modelo RF apresenta um 

desempenho superior aos outros métodos, reduzindo o erro percentual médio absoluto em 28% quando 

comparado com as estimativas utilizadas atualmente pelo hospital em estudo. Tuwatananurak et al. 

(2019) aplicam um algoritmo de ML utilizando fatores como dados demográficos dos pacientes, marcos 

pré-cirúrgicos e logística hospitalar e comparam-no com o método tradicional que se baseia nas médias 

de casos históricos. Em todas as subespecialidades, este algoritmo demonstrou uma melhoria de sete 

minutos na diferença entre a duração prevista e a real quando comparado com o método tradicional 

acima referenciado o que representa uma redução global de 70% das imprecisões em programação. 

Pode ser-se cético relativamente ao significado clínico de uma melhoria de sete minutos, contudo, o 

seu efeito cumulativo representa vantagens financeiras consideráveis. Estes algoritmos são um método 

promissor para aumentar a precisão das previsões de tempos cirúrgicos e representam um meio para 

melhorar o planeamento e a eficiência do BO. O mesmo é defendido por Abbou et al. (2022) quando 

treinam um modelo de ML a devolver a previsão da duração de uma cirurgia utilizando os seguintes 

dados pré-operatórios: diagnósticos, testes de laboratório, fatores de risco, dados demográficos do 

paciente, procedimentos, tipo de anestesia e o nível de experiência do cirurgião principal. Este modelo 

de previsão alcançou um melhor desempenho do que o modelo atual e conseguiu explicar 70% da 

variação das durações cirúrgicas. Bartek et al., (2019) optaram por modelos de regressão linear e de 

supervised ML para prever a duração de cada caso cirúrgico. Para cada um gerou-se três tipos de 

modelos: modelos que incluem tudo, modelos específicos de serviço e modelos específicos de 

cirurgiões. Relativamente às duas últimas abordagens, modelos individuais foram criados para cada 

serviço cirúrgico e cirurgião, respetivamente. O que se conclui é que o algoritmo de ML apresenta maior 

capacidade preditiva do que a regressão linear. O modelo específico de cirurgião foi superior ao de 

serviço na medida em que apresentou melhor precisão, menor percentagem de casos cuja previsão 

superou a duração ou de casos cuja previsão foi demasiado conservadora e uma maior percentagem 

de casos dentro do limite de tolerância definido de 10%. Este modelo proporcionou um acréscimo de 

sete pontos percentuais nos casos cuja previsão se encontrava dentro do limite de tolerância definido.  

Estudos mais recentes abordam a previsão de duração de cirurgias assistidas por robots que são 

cirurgias que requerem um grande investimento monetário por parte das organizações de saúde. Neste 

 
8 Heterocedasticidade acontece quando a variância dos erros associados à regressão é variável (Maia, 2017). 
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contexto, dado que o custo de uma unidade robótica é fixo, as instituições deverão maximizar a 

utilização de cada unidade, utilizando todo o tempo de BO disponível. Uma forma de aumentar a sua 

utilização é, mais uma vez, prever de forma precisa a duração das cirurgias (Zhao et al., 2019). O 

estudo realizado por Zhao et al. (2019) compara modelos de ML com o modelo baseline determinado 

por médias de duração de casos anteriores e ajustes dos cirurgiões. Os modelos utilizados foram: 

multivariable linear regression, ridge regression, lasso regression, RF, boosted regression tree e neural 

network. Todos estes modelos diminuíram o average root-mean-squared error (RMSE) quando 

comparados com o modelo standard. Contudo, o modelo que apresentou melhores resultados foi o 

boosted regression tree.  

A tabela 1 apresenta um sumário dos modelos e variáveis explicativas utilizadas na previsão de tempos 

cirúrgicos no âmbito da literatura existente bem como as principais conclusões referentes a cada um 

dos artigos.  

Tabela 1 l Sumário da literatura existente. 

Modelo Variáveis Preditivas Conclusões Autor 

Regressão 

Linear 

• Cirurgião 

• Tipo de anestesia  

• Classe de risco ASA  

• Género do paciente 

• Idade do paciente 

A fonte mais importante de 

variabilidade nos tempos de 

procedimento cirúrgico foi o 

efeito da taxa de trabalho dos 

cirurgiões. 

(Strum, 

Sampson, et 

al., 2000) 

Regressão 

Linear 

• Estimativa de duração do cirurgião 

• Nº Procedimentos a realizar 

• Se é cirurgia laparoscópica 

• Nº cirurgiões e anestesistas 

• Experiência dos cirurgiões e 

anestesistas 

• Idade do paciente 

• Género do paciente  

• Índice de massa corporal do 

paciente 

• Admissões hospitalares prévias do 

paciente 

• 8 fatores de risco cardiovascular 

Fatores relacionados com a 

cirurgia e equipa com maior 

poder preditivo.  

 

Redução do número de 

cirurgias com tempo previsto 

inferior ao real em 12% e do 

número de cirurgias com tempo 

previsto superior ao real em 

25%.  

 

(Eijkemans et 

al., 2010) 

Regressão 

Linear 

 

Regressão 

Log-Linear 

• Códigos CPT (reconhecidos na 

literatura existente como sendo o 

fator mais importante na 

representação da duração do caso 

cirúrgico) 

Reduções relevantes no que 

toca a erros preditivos quando 

comparados com métodos 

benchmark. 

 

(Li et al., 

2010) 

Regressão 

Linear 

• Ordem da cirurgia 

• Atribuição do BO 

• Equipa cirúrgica 

• Dia da semana 

Melhoria do desvio à média 

absoluta, especialmente para 

casos de maior duração.  

 

(Kayis et al., 

2012) 
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• Mês 

• Ano 

• Hora do dia 

• Informação relacionada com o 

cirurgião 

• Se a cirurgia representa um “add-

on” 

• Tipo de estadia do paciente 

(inpatient/outpatient)  

Fatores operacionais (ordem da 

cirurgia, atribuição do BO, 

equipa cirúrgica) são 

promissores na melhoria da 

previsibilidade da duração da 

cirurgia. 

Regressão 

Linear 

• Classe de risco ASA 

• Tipo de anestesia 

• Estimativa de duração do cirurgião 

• Tipo de procedimento 

• Idade do paciente 

Nos dados de treino, o MSE foi 

reduzido em um quarto do valor 

original. Isto indica que a 

variação de erros na previsão 

foi substancialmente reduzida. 

Como é de esperar, este efeito 

foi menos pronunciado nos 

dados de teste, contudo muito 

útil. 

(Edelman et 

al., 2017) 

Rough-sets 

Neural 

Networks 

• Dados relacionados com o paciente 

(dados administrativos, historial 

médico, etc.) 

• Dados relacionados com o 

ambiente cirúrgico (cirurgião, tipo 

de anestesia, etc.) 

Resultados não 

particularmente satisfatórios 

possivelmente pela escolha das 

variáveis e diferenças entre 

casos. 

(Combes et 

al., 2008) 

ANFIS 

ANN 

MLRA 

Dependendo do tipo de cirurgia: 

• Experiência dos cirurgiões 

• Experiência da equipa cirúrgica 

• Tipo de anestesia (geral ou local) 

• Experiência do(a) anestesista 

• Condições prévias do paciente: 

olhos vermelhos, diabetes, 

hipertensão, olhos lacrimejantes ou 

qualquer outra fonte de infeção 

• Idade do paciente 

O modelo ANFIS supera os 

outros dois métodos. 

(Devi et al., 

2012) 

LR 

RF 

M5 

• Género do paciente 

• Idade do paciente 

• Prioridade do paciente 

• Tempo de espera do paciente pela 

cirurgia 

• Mês em que ocorre a cirurgia 

• Dia da semana em que ocorre a 

cirurgia 

• Turno do dia em que ocorre a 

cirurgia 

Aumentos de 36% na exatidão 

das previsões quando 

comparado com as estimativas 

fornecidas pelos cirurgiões 

utilizando o algoritmo M5. 

(Gomes et al., 

2012) 
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• Diagnóstico de doença do paciente 

• Número de intervenções a realizar 

• Código da intervenção 1 

• Código da intervenção 2 

• Código da intervenção 3 

• Número de cirurgias realizadas no 

paciente até à data 

• Número de intervenções realizadas 

no paciente até à data 

• Se o paciente já sofreu cirurgias de 

outra especialidade 

• Cirurgião 

• Género do cirurgião 

• Número de vezes que o cirurgião já 

lidou com a doença 

• Número de vezes que o cirurgião já 

realizou o procedimento principal 

• Se o paciente tem outros 

diagnósticos 

• Se o paciente tem problemas 

circulatórios 

• Se o paciente tem problemas 

renais 

• Se o diagnóstico é reincidente 

• Duração média da cirurgia 

• Duração real da cirurgia 

Algoritmos de 

Neural 

Regression 

• Idade do paciente 

• Género do paciente 

• Peso do paciente 

• Altura do paciente 

• Hora do dia em que ocorre a 

cirurgia 

• Dia da semana em que ocorre a 

cirurgia 

• Mês em que ocorre a cirurgia 

• Localização  

• Classe do paciente 

• Classe de risco ASA 

• Tipo de Anestesia 

• Cirurgião 

• Procedimento 

• Se o paciente é fumador 

• Se o paciente tem arritmia cardíaca 

A variável com maior peso no 

modelo foi relativa aos 

procedimentos. Contudo, a 

localização, classe do paciente, 

cirurgião, tipo de anestesia e 

género do paciente contribuem 

significativamente. A hora do 

dia parece influenciar o 

desempenho dos modelos ao 

contrário do dia da semana. O 

mês parece introduzir ruído aos 

modelos, levando a uma 

redução no desempenho do 

conjunto de ensaios.  

 

Curiosamente, as 

comorbilidades também 

impactaram pouco no 

(Ng et al., 

2017) 
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• Se o paciente tem doença renal 

crónica 

• Se o paciente tem insuficiência 

cardíaca  

• Se o paciente tem doença das 

artérias coronárias 

• Se o paciente tem diabetes tipo II 

• Se o paciente tem hipertensão 

• Se o paciente tem cirrose hepática 

• Se o paciente tem apneia do sono 

• Se o paciente tem um dispositivo 

cardíaco 

• Se o paciente tem diálise 

• Se o paciente tem asma 

• Se o paciente tem demência 

• Se o paciente tem prejuízo 

cognitivo 

desempenho. No entanto, é 

possível que estas 

características se apliquem 

apenas a um pequeno 

subconjunto de pacientes 

sendo para esses altamente 

preditivos. 

 

São demonstradas melhorias 

potenciais na ordem dos 20% 

(em termos de minutos 

reservados em excesso) 

quando comparadas com as 

técnicas atuais. 

 

Modelos que estimam a 

incerteza de procedimentos 

específicos ajustam-se melhor 

aos dados. 

LR 

MARS 

RF 

Dados relativos ao paciente, 

procedimento e características da equipa 

cirúrgica. 

Desempenho superior do 

modelo RF relativamente aos 

restantes dois com uma 

redução do erro percentual 

absoluto em 28% quando 

comparado com as estimativas 

utilizadas atualmente. 

(ShahabiKarg

ar et al., 

2014) 

Algoritmo de 

ML 

• Idade do paciente 

• Género do paciente 

• Altura do paciente 

• Peso do paciente 

• Se o paciente tem alergias 

• Condições médicas do paciente 

• Classe de risco ASA 

• Cirurgião 

• Anestesista 

• Enfermeiro(a) 

• Técnico(s) 

• Se a equipa cirúrgica designada 

trabalhou com este tipo de caso 

antes 

• Equipamento 

• Staff 

• Dia da semana em que ocorre a 

cirurgia 

Em todas a subespecialidades 

demonstrou uma melhoria de 

sete minutos na diferença entre 

a duração prevista e a real 

quando comparado com o 

método tradicional de previsão. 

 

(Tuwatananur

ak et al., 

2019) 
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• Hora do dia em que ocorre a 

cirurgia 

• Tipo de procedimento 

• Comentários do cirurgião 

• Modificações à cirurgia 

• Tipo de Anestesia 

• Implante(s)/tecido(s) usados 

• Última comida/bebida ingerida 

• Calendário de etapas de 

perioperatório 

• Atrasos prévios 

• Cancelamentos prévios 

• Tempo de rotação da sala 

Algoritmo de 

ML 

• Idade do paciente 

• Género do paciente 

• Diagnóstico de doença do paciente 

• Testes de laboratório 

• Fatores de risco 

• Procedimentos 

• Tipo de anestesia 

• Nível de experiência do cirurgião 

principal 

Desempenho superior 

relativamente ao método atual 

e conseguiu explicar 70% da 

variação das durações 

cirúrgicas. 

(Abbou et al., 

2022) 

Regressão 

Linear 

Algoritmo de 

ML 

• Idade do paciente 

• Género do paciente 

• Classe de admissão do paciente 

(inpatient/outpatient) 

• Diagnóstico de doença do paciente 

• Condição médica histórica do 

paciente 

• Procedimento primário 

• Categoria do procedimento 

primário 

• Primeiro/Segundo/Terceiro/Quarto/

Quinto subprocedimento 

• Modificador operativo (robot, 

revisão, laser, laparoscópico) 

• Cirurgião 

• Histórico de duração do 

procedimento primário (ao nível do 

cirurgião) 

• Histórico de duração do(s) 

subprocedimento(s) (ao nível do 

cirurgião) 

Capacidade preditiva superior 

do algoritmo de ML 

relativamente ao modelo de 

regressão linear. Modelos 

individuais específicos de 

cirurgião com resultados 

superiores aos modelos 

individuais específicos de 

serviço ou modelos que 

incluem tudo.  

Acréscimo de sete pontos 

percentuais nos casos cuja 

previsão se encontra dentro do 

limite de tolerância definido.  

 

(Bartek et al., 

2019) 
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Algoritmos de 

ML: 

Multivariable 

Linear 

Regression 

Ridge 

Regression 

Lasso 

Regression 

RF 

Boosted 

Regression 

Tree 

Neural 

Network 

 

• Estimativa de duração do cirurgião 

• Categoria do procedimento 

• Se o paciente é idoso (idade > 65) 

• Se o paciente é obeso (índice de 

massa corporal > 30) 

• Género do paciente 

• Se é um caso combinado  

• Qual o modelo de robot utilizado 

• Se o paciente sofre de algo 

maligno 

• Se o paciente tem um tumor do 

tórax 

• Se o paciente tem um tumor do 

abdómen 

• Se o paciente tem um tumor na 

cabeça ou pescoço 

• Se o paciente tem um tumor da 

pélvis 

• Se o paciente tem um tumor 

retroperitoneu 

• Se o paciente tem hipertensão 

• Se o paciente tem histórico de 

fumador 

• Se o paciente tem fibrilação atrial 

• Se o paciente tem apneia do sono 

obstrutiva 

• Se o paciente tem doença das 

artérias coronárias 

• Se o paciente tem diabetes 

• Se o paciente tem cirrose 

• Se o paciente tem doença 

pulmonar obstrutiva 

• Se o paciente tem doença renal 

obstrutiva 

• Classe de risco ASA 

• Mês em que ocorre a cirurgia 

• Hora do dia em que ocorre a 

cirurgia 

• Dia da semana em que ocorre a 

cirurgia 

• Anestesista 

• Cirurgião interno (pós-graduado) 

Todos os modelos diminuíram o 

RMSE quando comparados 

com o modelo standard. 

Contudo, o modelo que 

apresentou melhores 

resultados foi o boosted 

regression tree.  

 

(Zhao et al., 

2019) 
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3.2 Seleção da abordagem de resolução 

Tendo em conta a tabela 1, é possível afirmar que grande parte dos artigos mencionados na literatura 

analisam modelos estatísticos, nomeadamente a regressão linear, como abordagem de resolução ao 

problema de previsão de tempos cirúrgicos em ambiente hospitalar. Este é um método pouco flexível 

e restritivo dado que apenas consegue gerar funções lineares (linhas ou planos) ao contrário das 

abordagens não-lineares que evitam o pressuposto de uma forma funcional particular para f, 

possibilitando o ajuste com maior precisão a uma vasta gama de formas possíveis para f. Poder-se-ia 

colocar razoavelmente a seguinte pergunta: porque haveríamos de utilizar um método mais restritivo 

em vez de uma abordagem mais flexível? Há várias razões que nos levam a preferir um modelo mais 

restritivo. Por exemplo, quando a inferência é o objetivo, o modelo linear pode ser uma boa seleção 

uma vez que será mais fácil compreender a relação entre Y e X1, X2, …, Xp. Por outro lado, abordagens 

muito flexíveis podem levar a estimativas de f complicadas que tornam difícil compreender como 

qualquer variável preditiva se associa à resposta. A figura 3 ilustra o trade-off entre a flexibilidade e a 

interpretabilidade de alguns dos métodos conhecidos. Por exemplo, é possível verificar que o least 

squares linear regression é relativamente inflexível, mas bastante interpretável enquanto os métodos 

não lineares como o bagging ou boosting são abordagens altamente flexíveis, mas mais difíceis de 

interpretar. Assim, estabelece-se que quando a inferência é o objetivo, há claras vantagens em utilizar 

métodos de aprendizagem estatística simples e relativamente flexíveis. Em alguns cenários, o interesse 

é apenas na previsibilidade e não na interpretação do modelo preditivo. Nestes casos, será melhor 

utilizar o modelo mais flexível possível. Curiosamente, nem sempre é este o caso. Obter-se-á previsões 

mais precisas utilizando um método menos flexível. Este fenómeno, que pode parecer contraintuitivo à 

primeira vista, tem a ver com o potencial de overfitting em métodos muito flexíveis, situação indesejável 

porque o ajuste obtido poderá não produzir estimativas precisas da resposta quando são utilizadas 

novas observações que não faziam parte do conjunto de dados original (Hastie et al., 2021).  

Figura 3 I Respresentação do trade-off entre flexibilidade e interpretabilidade, utilizando 
diferentes métodos de aprendizagem estatística (Hastie et al., 2021). 
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O objetivo desta dissertação, como já referido, passa por desenvolver um modelo que produza 

estimativas rigorosas que superem os modelos de previsão de tempos de cirurgia atualmente utilizados 

no Hospital da Luz de Lisboa. Para isso, é necessário identificar quais as possíveis variáveis pré-

operatórias relacionáveis com esta duração. Assim, a abordagem de resolução selecionada terá de 

permitir atingir previsões precisas, possibilitando a interpretabilidade do modelo, razão pela qual, a 

proposta de resolução passa pela seleção do método regressão linear. 

3.2.1 Regressão linear múltipla 

A regressão linear múltipla é uma abordagem estatística que nos permite prever uma resposta 

quantitativa Y a partir de um conjunto de variáveis preditivas 𝑋𝑗. Por conseguinte, pode ser escrito da 

seguinte forma: 

 𝑌 =  β0  +  β1𝑋1  +  β2𝑋2  + ···  + β𝑝𝑋𝑝  +  ϵ , 

 

(3.2.1.1) 

onde X𝑗   representa o preditor j e β𝑗  quantifica a associação entre essa variável e a resposta. É possível 

interpretar β𝑗  como o efeito médio sobre Y de um aumento de uma unidade em X𝑗, mantendo todos os 

outros preditores fixos.  

Os coeficientes β0, β1, … , β𝑝  são desconhecidos e devem ser estimados. Dado as estimativas β̂0, 

β̂1, … , β̂𝑝 é possível fazer previsões utilizando a seguinte fórmula: 

 �̂� =  β̂0  +  β̂1𝑋1  +  β̂2𝑋2  + ···  + β̂𝑝𝑋𝑝 . 

 

(3.2.1.2) 

Estes parâmetros são estimados utilizando a abordagem least squares. Desta forma, são escolhidos 

β0, β1, … , β𝑝  que minimizem a soma do quadrado dos resíduos: 

 
𝑅𝑆𝑆 =  ∑(y𝑖 −  ŷ)2 = 

𝑛

𝑖=1

∑(y𝑖 −  β̂0 − β̂1𝑋𝑖1 − β̂2𝑋𝑖2 − ⋯ − β̂𝑝𝑋𝑖𝑝)2 ,

𝑛

𝑖=1

 

 

(3.2.1.3) 

onde 𝑛 representa o número total de observações e 𝑖 cada observação. As estimativas dos coeficientes 

de regressão múltipla têm formas complexas de serem calculadas, contudo, qualquer software 

estatístico as consegue determinar. Neste caso em específico irá ser utilizado o R como programa de 

cálculo (Hastie et al., 2021).  

3.2.1.1 Aferir a relação entre a resposta e os preditores 

De forma a percebermos se existe uma relação entre a variável resposta e os preditores é necessário 

calcular a função F – statistic: 

 
𝐹 =

(𝑇𝑆𝑆 − 𝑅𝑆𝑆)/𝑝

𝑅𝑆𝑆/(𝑛 − 𝑝 − 1)
, 

(3.2.1.1.1) 
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onde, 𝑇𝑆𝑆 =  ∑ (y𝑖 −  �̅�)2 𝑛
𝑖=1 e 𝑅𝑆𝑆 =  ∑ (y𝑖 −  �̂�)2𝑛

𝑖=1 . Se não existir relação entre a resposta e os 

preditores é de esperar que a função F-statistic apresente um valor perto de 1. Caso contrário, prevê-

se que F seja superior a 1. Contudo, quão superior deverá ser F para podermos concluir que existe 

relação? A resposta depende dos valores de 𝑛 e 𝑝. Quando 𝑛 é elevado, um valor de F que é pouco 

superior a 1 pode ainda fornecer a evidência de que existe relação entre os dois campos. Em contraste, 

um valor de F consideravelmente superior a 1 é necessário para provar a relação quando 𝑛 tem um 

valor baixo. Para cada valor de 𝑛 e 𝑝, qualquer software estatístico pode ser utilizado para determinar 

o p-value associado à F-statistic utilizando a distribuição F. Se o p-value associado à F-statistic for 

essencialmente 0, então temos fortes evidências de que pelo menos um dos preditores está associado 

ao comportamento da variável de resposta. Contudo, esta metodologia apenas é válida quando 𝑝 é 

relativamente baixo quando comparado com 𝑛. Quando 𝑝 é elevado, alguma das metodologias 

referenciadas na próxima secção deverá ser utilizada (Hastie et al., 2021). 

3.2.1.2 Selecionar variáveis importantes 

Como discutido na secção anterior, o primeiro passo numa análise de regressão múltipla é calcular a 

F-statistic e examinar o p-value associado. Se com base no p-value se concluir que pelo menos uma 

das variáveis preditivas está relacionada com a resposta, é natural questionar quais as variáveis que 

apresentam este comportamento. Assim, existem três abordagens clássicas para esta tarefa: 

• Forward selection: inicia-se com um modelo nulo – modelo que contem a interseção, mas 

nenhum preditor. De seguida, são desenvolvidas p regressões lineares sendo que se 

acrescenta ao modelo nulo a variável que resulta no RSS mais baixo. Acrescentamos 

posteriormente a esse modelo a variável que resulta no RSS mais baixo para o novo modelo 

de duas variáveis. Esta abordagem continua até que alguma regra de paragem seja satisfeita. 

• Backward selection: inicia-se o modelo com todas as variáveis incluídas e remove-se a 

variável com maior valor de p-value – isto é, a variável com menor relevância estatística. De 

seguida, ao novo modelo com (p – 1) variáveis é retirada a variável com maior valor de p-value. 

Esta abordagem continua até que alguma regra de paragem seja satisfeita. Por exemplo, é 

possível parar quando as restantes variáveis apresentam um p-value inferior a um limite 

definido. 

• Mixed selection: é uma combinação das duas metodologias anteriores. O modelo é iniciado 

sem variáveis e, como acontece na forward selection, adicionamos a variável que fornece o 

melhor fit. Continua-se a adicionar variáveis uma a uma. O p-value das variáveis pode 

apresentar um valor superior quando novos preditores são adicionados ao modelo. Assim, pode 

ser definido que quando o p-value de uma variável sobe acima de um determinado valor, então, 

a mesma é retirada do modelo. Continua-se o processo até todas as variáveis do modelo 

apresentarem um p-value suficientemente baixo e todas as variáveis excluídas do modelo 

terem um p-value elevado quando adicionadas ao modelo. 
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Se 𝑝 > 𝑛 então a abordagem backward selection não deve ser utilizada enquanto a forward selection 

pode ser sempre utilizada. Forward selection é uma abordagem gananciosa e pode incluir variáveis 

precoces que mais tarde se tornam redundantes. A mixed selection pode evitar isto (Hastie et al., 2021). 

3.2.1.3 Avaliar a adequabilidade do modelo 

Para avaliar o desempenho de um método de aprendizagem estatística sobre um dado conjunto de 

dados, é necessário quantificar quão próximas estão as suas previsões relativamente aos dados 

observados. No caso da regressão, o método mais frequentemente utilizado é o mean squared error 

(MSE), dado por 

 
𝑀𝑆𝐸 =

1

𝑛
∑(𝑦𝑖 − 𝑓(𝑥𝑖))2

𝑛

𝑖=1

, (3.2.1.3.1) 

onde 𝑓(𝑥𝑖) representa a previsão 𝑓 relativamente à observação 𝑖. Será obtido um MSE baixo no caso 

de as previsões estarem próximas da realidade e um valor elevado se para algumas observações o 

desvio entre a previsão e o valor real for substancialmente diferentes. 

O MSE é computado utilizando a amostra de treino utilizada para desenvolver o modelo e deverá ser 

referido como o MSE de treino. Contudo, não é especialmente relevante perceber quão rigoroso é o 

modelo utilizando a amostra de treino. O mais importante é avaliar a exatidão das previsões obtidas 

quando o modelo é aplicado a dados de teste. Note-se que, o esperado é que o MSE de treino seja 

inferior ao MSE de teste pois a maioria dos métodos de aprendizagem estatística direta ou 

indiretamente procuram minimizar o MSE de treino. Se um modelo menos flexível apresentar um MSE 

de teste inferior ao MSE de treino poderá representar um caso de overfitting (Hastie et al., 2021). 
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4. Metodologia de Investigação 

Após a decisão de aplicar o método de regressão linear, surge a necessidade de definir os cenários a 

analisar e de determinar a estratégia de investigação a abordar para cada um deles. 

A análise terá como base a construção de três modelos distintos: um modelo agregado, um modelo por 

procedimento e um modelo por cirurgião. O objetivo será determinar qual dos três reproduz as 

previsões mais fidedignas. Para cada um dos modelos a metodologia adotada segue os seguintes 

passos: seleção da informação, preparação de dados, modelação e resultados. Cada uma destas 

etapas encontra-se descrita com maior detalhe na figura 4 bem como nas secções que se seguem. 

 

Figura 4 I Metodologia de investigação. 
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4.1 Seleção da informação 

A amostra de dados utilizada foi fornecida pelo Hospital da Luz de Lisboa na sequência do parecer 

favorável da respetivas comissões de investigação e ética, e consiste num conjunto de informação 

relativa a 8937 cirurgias realizadas por 38 cirurgiões distintos no âmbito da especialidade de ortopedia 

desde 1 de janeiro de 2019 a 31 de maio de 2022. 

Antes de se estabelecer o modelo de previsão utilizando os dados históricos, foi realizada uma ação 

de limpeza para eliminar os registos de dados considerados "inválidos". Entre estes estão incluídos 

registos incompletos, registos referentes a CPTs com menos de 20 registos para que se garanta o 

potencial preditivo de cada procedimento e registos de tempo de cirurgia com durações inferiores a 10 

minutos por poderem representar erros de registo, dificilmente espelhando durações associadas a 

procedimentos ortopédicos. Consideraram-se como parte da amostra cirurgias eletivas e urgentes dado 

que o âmbito desta dissertação de mestrado não obriga à distinção entre os dois tipos.  

Os dados partilhados incluem o período temporal marcado pela situação pandémica que obrigou à 

adoção de medidas preventivas com impacto na eficiência dos processos. Desta forma, realizou-se 

uma breve análise às durações médias reais e previstas de cada trimestre por forma a identificar os 

períodos mais impactados pela pandemia. Ao analisar a figura 5 conclui-se que os tempos médios 

cirúrgicos observados sofreram um incremento considerável nos 3º e 4º trimestres de 2020 mantendo 

um perfil aproximadamente constante nos restantes trimestres. Desta forma, apenas as observações 

registadas durante o 3º e 4º trimestre de 2020 foram desconsideradas. Relativamente às durações 

previstas, o seu incremento é também notável a partir do 2º trimestre de 2020, no entanto, não 

demonstraram a tendência decrescente que se observa nas durações reais. Esta situação poderá 

demonstrar que os cirurgiões ainda não adaptaram as suas previsões ao período pós-pandémico.  

 

Figura 5 I Média das durações cirúrgicas previstas e reais por trimestre registadas entre 1 de janeiro de 2019 e 
31 de maio de 2022. 

Os dados foram posteriormente divididos em duas amostras: a amostra de treino contendo registos dos 

anos 2019, 2020 e 2021 e a amostra de teste que integra observações registadas durante o primeiro 
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semestre de 2022. Ao analisar a amostra de teste foi possível observar o aparecimento de 196 códigos 

de procedimento não presentes na amostra de treino, algo que é inesperado dada a dimensão 

consideravelmente mais pequena da amostra de teste relativamente à amostra de treino e a reduzida 

frequência com que surgem novos procedimentos. Assim, identificou-se que uma limitação da amostra 

de dados é o facto de os códigos de procedimento partilhados não seguirem a nomenclatura 

estandardizada universalmente utilizada (CPT). Os códigos de procedimentos presentes na amostra 

refletem o conjunto de procedimentos primários e secundários que o cirurgião pretende realizar e que, 

deverão ser tidos em conta para efeitos de faturação. Desta forma, existe um número elevado de 

combinações possíveis de códigos cirúrgicos, situação que seria evitada caso se utilizasse uma forma 

mais objetiva de classificação do procedimento cirúrgico. Por conseguinte, verifica-se que muitos dos 

códigos associados não acrescentam complexidade ao procedimento principal nem impactam na 

duração do mesmo embora originando códigos de procedimento distintos. Este facto motiva a perda 

de informação na medida em que, para efeitos de duração cirúrgica poderão existir mais códigos 

representativos de um mesmo procedimento, mas que, neste momento são identificados de forma 

distinta e, por isso, tratados também de forma diferente. Consequentemente, estes novos códigos de 

procedimentos foram retirados da amostra que irá testar o modelo sendo possível voltar a introduzi-los 

numa fase posterior em que a amostra de treino já os inclua. A figura 6 esquematiza os passos 

realizados na seleção da informação considerada relevante para a análise. 

 

Figura 6 I Preparação da amostra de treino e teste. Adaptado de Bartek et al., (2019). 

Como demonstrado na tabela 2, isto resultou numa amostra de treino de 3312 cirurgias registadas no 

período entre 1 de janeiro de 2019 e 31 de dezembro de 2021 (excluindo os 3º e 4º trimestres de 2020) 

e numa amostra de teste de 713 cirurgias referente ao primeiro semestre de 2022. A amostra utilizada 

para treinar o modelo agregado inclui 41 procedimentos distintos realizados por 33 cirurgiões enquanto 

a amostra de teste apresenta 34 procedimentos distintos realizados por 27 cirurgiões. 
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Tabela 2 I Caracterização das duas amostras - Cenário Agregado. 

Amostra Dimensão Nº Procedimentos Nº Cirurgiões 

Treino 3312 41 33 

Teste 713 34 27 

4.2 Preparação de dados 

Esta etapa é caracterizada por um conjunto de validações necessárias para garantir o sucesso da 

abordagem least squares, isto é, assegurar que este método reproduza os melhores coeficientes 

lineares e imparciais (Hosseini et al., 2015). Os pressupostos deverão ser validados para todas as 

amostras que estiverem na origem da conceção de cada modelo. No entanto, nesta secção apenas 

serão exemplificados os passos para o cenário agregado, sendo apresentadas na secção relativa a 

anexos todas as validações realizadas para os restantes modelos. 

Numa primeira fase, e de forma a garantir a melhor performance do modelo a desenvolver, deverá ser 

garantido que a variável independente, neste caso a duração real das cirurgias, apresente uma 

distribuição normal. A duração das cirurgias é referida, neste trabalho, como sendo a duração entre a 

incisão e o fecho do paciente pois é essa a informação que o hospital exige que o médico estime. 

Como é possível verificar pela figura 7, a distribuição das durações dos casos cirúrgicos encontra-se 

enviesada para a esquerda e não apresenta uma distribuição normal.  

 

Figura 7 I Distribuição da duração real - Cenário Agregado. 

Por forma a garantir este critério, foi aplicada uma transformação logarítmica a esta variável como 

demonstrado na figura 8. 
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Figura 8 I Distribuição do logaritmo da duração real - Cenário Agregado. 

O conjunto de dados disponibilizado contém um conjunto de variáveis relativas a pessoal e 

procedimento que não estão disponíveis pré-operativamente. Estas incluem anestesista, plano 

anestésico, pessoal de enfermagem e eventos intraoperatórios. Apesar do desempenho do modelo 

poder ser melhorado com a inclusão destes dados, eles não serão relevantes para uma implementação 

prospetiva. Por conseguinte, para o desenvolvimento do modelo proposto utilizaram-se apenas as 

variáveis disponíveis pré-operativamente descritas na tabela 3. A “duraçao_media” foi a única variável 

adicionada aos dados partilhados pelo hospital e traduz-se num campo calculado que apresenta a 

duração média por procedimento e por cirurgião. Este fator foi acrescentado por ser mencionado na 

literatura como tendo potencial de previsão (Bartek et al., 2019). Atualmente, a duração média é ainda 

a previsão utilizada por muitos hospitais. 

Tabela 3 I Descrição das variáveis disponíveis pré-operativamente. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 mes Nominal 12 

2 dia_da_semana Nominal 5 

3 dia_util Nominal 2 

4 turno Nominal 2 

5 sala Nominal 14 

6 idade_paciente Numérica - 

7 genero_paciente Nominal 2 

8 codigo_procedimento Nominal 41 

9 cirurgiao_principal Nominal 33 

10 ambulatorio Nominal 2 

11 prioridade_cirurgia Nominal 2 

12 primeira_cirurgia_dia Nominal 2 

13 duraçao_media Numérica - 
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14 duraçao_prevista Numérica - 

 

Para cada um dos cenários a testar, a seleção das variáveis a incluir em cada modelo teve em conta a 

validação dos seguintes pressupostos: 

1) As variáveis independentes não estão correlacionadas: avaliado pelo coeficiente de correlação 

de Pearson; 

2) Não existe multicolinearidade entre as variáveis independentes: avaliado pela métrica VIF 

(variance inflation factor); 

3) As variáveis categóricas apresentam significância estatística: avaliado pelo p-value resultante 

da análise de variância (ANOVA) que permite analisar as diferenças entre as médias referentes 

às diversas categorias de um grupo. 

A validação de cada pressuposto foi realizada com recurso ao software de análise estatística R, versão 

4.2.1. O primeiro pressuposto a validar aplica-se às variáveis numéricas (“idade_paciente”, 

“duraçao_media” e “duraçao_prevista”). Com auxílio do programa R foi possível calcular o coeficiente 

de correlação entre cada par de variáveis. Na tabela 4, e relativamente ao modelo agregado, é possível 

confirmar a elevada correlação entre as variáveis “duraçao_prevista” e “duraçao_media” que 

apresentam um coeficiente de correlação de 0.89. Desta forma, foi necessário desconsiderar uma das 

variáveis. A escolha da variável a rejeitar é arbitrária, no entanto, a variável retirada foi a 

“duraçao_prevista" por ser a que menos informação acrescenta ao modelo e que apresenta uma menor 

exatidão, representando precisamente a variável que se pretende otimizar.  

Tabela 4 I Coeficientes de correlação entre variáveis numéricas - Cenário Agregado. 

 duraçao_prevista duraçao_media idade_paciente 

duraçao_prevista 1.0000000 0.8909030 0.1201823 

duraçao_media 0.8909030 1.0000000 0.1168819 

idade_paciente 0.1201823 0.1168819 1.0000000 

 

De forma a avaliar a multicolinearidade é frequente a utilização do VIF que avalia o quanto a variância 

de um coeficiente de regressão estimado aumenta se as suas variáveis estiverem correlacionadas. Um 

VIF entre 5 e 10 indica alta correlação, o que pode ser problemático. Caso o VIF apresente um valor 

superior a 10, poder-se-á assumir que os coeficientes de regressão estão mal estimados devido à 

multicolinearidade. Esta métrica pode ser aplicada considerando variáveis numéricas e variáveis 

categóricas que não apresentem mais do que dois níveis. Assim, foi calculado o VIF para os fatores 

representados na tabela 5. Sendo que todas as variáveis apresentam valores baixos de VIF, nenhuma 

foi desconsiderada. 
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Tabela 5 I Cálculo do VIF - Cenário Agregado. 

Variável independente VIF 

dia_util 1.107981 

turno 1.266128 

primeira_cirurgia_dia 1.236644 

prioridade_cirurgia 1.196634 

idade_paciente 1.132776 

genero_paciente 1.085647 

ambulatório 1.158478 

duraçao_media 1.190837 

 

Por forma a avaliar se as variáveis categóricas com mais do que dois níveis apresentam significância 

estatística foi realizada uma ANOVA para cada uma. Esta análise testa duas hipóteses: 

• H0: µ1 =  µ2 = ⋯ = µ𝑘, 

• H1: 𝑝𝑒𝑙𝑜 𝑚𝑒𝑛𝑜𝑠 𝑢𝑚𝑎 𝑑𝑎𝑠 𝑚é𝑑𝑖𝑎𝑠 é 𝑑𝑖𝑓𝑒𝑟𝑒𝑛𝑡𝑒, 

sendo µ a média das durações reais das cirurgias e k os diferentes níveis que a variável apresenta. 

Para esta análise foi tido em conta um fator de significância de 0.05 (α = 0.05), valor que indica que a 

probabilidade de se concluir que existe uma diferença, quando, na verdade não existe nenhuma 

diferença real, é de 5%. Desta forma, caso o p-value da variável seja inferior ou igual ao nível de 

significância, é possível rejeitar a hipótese nula e afirmar que existem diferenças significativas nas 

durações médias de cirurgias entre as diversas categorias, ou seja, a variável é estatisticamente 

significativa para a previsão dessas durações e, por isso, deverá ser incluída no modelo. Caso o p-

value seja elevado (>0.05), não existirá evidência estatística para afirmar que existem diferenças 

significativas nas durações de cirurgias entre categorias podendo a variável ser excluída do modelo. 

Na tabela 4 são demonstrados os valores de p-value obtidos para cada variável categórica com mais 

do que dois níveis.  

Tabela 6 I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria - 
Cenário Agregado. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.3024 

2 dia_da_semana 0.00000000000000022 

3 cirurgiao_principal 0.00000000000000022 

4 codigo_procedimento 0.00000000000000022 

5 sala 0.0000000002.679 

 

Analisando estes valores foi possível concluir que a variável “mes” seria desconsiderada. Desta forma, 

e para o cenário agregado, as variáveis a considerar na fase de modelação são as identificadas na 

tabela 5.  
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Tabela 7 I Variáveis a incluir na fase de modelação - Cenário Agregado. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 dia_da_semana Nominal 5 

2 dia_util Nominal 2 

3 turno Nominal 2 

4 sala Nominal 14 

5 idade_paciente Numérica - 

6 genero_paciente Nominal 2 

7 codigo_procedimento Nominal 41 

8 cirurgiao_principal Nominal 33 

9 ambulatorio Nominal 2 

10 prioridade_cirurgia Nominal 2 

11 primeira_cirurgia_dia Nominal 2 

12 duraçao_media Numérica - 

 

É a partir da amostra de dados agrupados que poderão ser criadas as amostras por procedimento e 

cirurgião. No entanto, é necessário assegurar que as amostras de treino formadas apresentam uma 

dimensão capaz de contribuir para uma correta previsão. Assim, por forma a obter os dados por 

cirurgião, definiu-se um threshold de 180 observações, abaixo do qual a amostra já não conseguiria 

produzir previsões fidedignas. Por conseguinte, numa primeira fase selecionaram-se os procedimentos 

com número de observações superiores a 180, excluindo-se aqueles com número de registos inferior. 

A cada procedimento corresponderá uma amostra de dados distinta que permitirá o desenvolvimento 

de cada modelo. A mesma lógica foi utilizada para obter os dados por cirurgião, isto é, selecionaram-

se os procedimentos com frequência superior a 180 e excluíram-se os restantes. 

Tabela 8 I Procedimentos selecionados para o desenvolvimento de modelos por procedimento. 

# Procedimento Frequência 

1 Artrotomia/Artroscopia c/ Trat.Lesões Articulares Circunscritas 878 

2 Ligamento Cruzado (Cada) + Artrotomia/Artroscopia c/ Trat.Lesões Articulares 

Circunscritas 

318 

3 Artroplastia Total em Coxartrose ou Revisão de Hemiartroplastia + Tenotomia dos 

adutores com ou sem neurectomia 

219 

4 Artroplastia Total p/Artrose/Revisão Prótese Unicompartimental 185 

 

Tabela 9 I Cirurgiões selecionados para o desenvolvimento de modelos por cirurgião. 

# Cirurgião Nº Registos 

1 Cirurgião 19 625 

2 Cirurgião 1 240 

3 Cirurgião 6 234 

4 Cirurgião 15 227 
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A validação de pressupostos necessária, espelhada nesta secção para os dados agregados, será 

realizada para cada amostra de dados individual previamente à elaboração de cada modelo. O conjunto 

de passos desenvolvidos para as restantes amostras de dados poderão ser consultados no capítulo 

referente a anexos. 

4.3 Modelação 

Após a preparação dos dados segue-se a modelação, fase que se inicia com a seleção das variáveis 

que apresentam significância estatística suficiente para serem incluídas no modelo. Como apresentado 

na contextualização teórica do capítulo anterior, existem três métodos de seleção distintos: forward 

selection, backward selection e mixed selection. Como 𝑛 é consideravelmente superior a 𝑝, conclui-se 

que o mecanismo de backward selection pode ser utilizado.  

Por norma, o software R aplica a backward selection através do akaike information criterion (AIC), um 

método matemático para avaliar a adequação de um modelo aos dados a partir dos quais foi gerado. 

O AIC é determinado da seguinte forma: 

 𝐴𝐼𝐶 = 2𝑘 − 2 ln(𝐿) , (4.3.1) 

sendo k o número de variáveis independentes utilizadas para construir o modelo e L a estimativa da 

probabilidade máxima do modelo (a probabilidade de o modelo reproduzir os dados observados). O 

modelo mais adequado de acordo com o AIC é o que explica a maior quantidade de variação utilizando 

o menor número possível de variáveis independentes. Pontuações mais baixas de AIC são melhores e 

o AIC penaliza os modelos que utilizam mais parâmetros. Assim, se dois modelos explicarem a mesma 

quantidade de variação, aquele com menos parâmetros terá uma pontuação inferior e será o modelo 

mais bem ajustado. Desta forma, numa primeira fase são incluídas todas as variáveis no modelo e são 

removidas uma após a outra as variáveis menos significativas, isto é, aquelas que a sua eliminação do 

modelo contribui para o menor aumento no RSS, comparando com outros fatores. Este passo repete-

se até que o menor AIC seja atingido. Para o cenário agregado em específico, as variáveis eliminadas 

foram em primeiro lugar o “dia_da_semana” e em segundo lugar o “turno” obtendo-se o modelo 

composto pelas seguintes variáveis: “dia_util”, “idade_paciente”, “genero_paciente”, “sala”, 

“cirurgião_principal”, “codigo_procedimento”, “prioridade_cirurgia”, “primeira_cirurgia_dia”, 

“ambulatorio” e “duraçao_media”. As variáveis independentes constituintes dos modelo desenvolvidos 

para cada um dos quatro procedimentos (tabela 6) e dos quatro cirurgiões (tabela 7) são apresentadas 

na tabela 8. 

Tabela 10 I Variáveis independentes de cada modelo. 

# Modelo Variáveis Independentes 

1 Agregado • dia_util 

• idade_paciente 

• genero_paciente 

• sala 
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• cirurgiao_principal 

• codigo_procedimento 

• prioridade_cirurgia 

• primeira_cirurgia_dia 

• ambulatorio 

• duraçao_media 

2 Procedimento 1 • idade_paciente 

• genero_paciente 

• sala 

• cirurgiao_principal 

• prioridade_cirurgia 

• duraçao_prevista 

3 Procedimento 2 • turno 

• idade_paciente 

• primeira_cirurgia_dia 

• prioridade_cirurgia 

• duraçao_media 

4 Procedimento 3 • idade_paciente 

• género_paciente 

• cirurgiao_principal 

• duraçao_prevista 

5 Procedimento 4 • mes 

• genero_paciente 

• cirurgiao_principal 

• prioridade_cirurgia 

• duraçao_prevista 

6 Cirurgião 1 • idade_paciente 

• código_procedimento 

• ambulatorio 

• prioridade_cirurgia 

7 Cirurgião 2 • idade_paciente 

• genero_paciente 

• código_procedimento 

• prioridade_cirurgia 

• primeira_cirurgia_dia 

8 Cirurgião 3 • código_procedimento 

9 Cirurgião 4 • idade_paciente 

• genero_paciente 

• código_procedimento 

• ambulatorio 

 

Para além dos pressupostos gerais acerca da correta especificação do modelo, é importante para todo 

o desenvolvimento que não existam: (1) relações não-lineares entre as variáveis independentes e a 
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variável dependente, (2) que os erros do modelo apresentem distribuição normal com valor médio nulo, 

(3) que os erros do modelo tenham variância constante e (4) que não existam outliers que possam 

influenciar os resultados do modelo. Todos estes quatro pressupostos podem ser validados através da 

análise dos gráficos da figura 11 (respetivamente, da esquerda para a direita e de cima para baixo). O 

gráfico “Residuals vs Fitted” avalia a linearidade das variáveis independentes relativamente à variável 

dependente. Caso os resíduos se encontrem distribuídos em torno de uma linha horizontal sem padrões 

distintos, esta será uma boa indicação de que não existem relações não lineares entre variáveis. 

Analisando este gráfico referente ao cenário agregado é possível verificar que os resíduos se 

encontram distribuídos de forma quase simétrica em torno de uma linha praticamente horizontal sendo, 

desta forma, possível confirmar que o modelo não apresenta relações não lineares. O gráfico “Normal 

Q-Q” demonstra se os resíduos apresentam ou não distribuição normal. Se os resíduos forem 

normalmente distribuídos, estes irão seguir uma linha reta sem grandes desvios. Analisando este 

gráfico para o cenário agregado, confirma-se que apesar de um ligeiro desvios nas pontas, os resíduos 

encontram-se bem alinhados na linha reta a tracejado, sendo, por isso, normalmente distribuídos. O 

gráfico “Scale-Location” mostra se os resíduos se encontram distribuídos igualmente ao longo dos 

intervalos preditores. É desta forma que se pode verificar a hipótese de variância constante 

(homoscedasticidade). Uma forma de verificar este pressuposto é analisar se existe uma linha 

horizontal com pontos dispersados igualmente (aleatoriamente). Assim, é possível concluir a partir 

deste gráfico para o caso agregado que a variância dos resíduos se mantém constante. O objetivo do 

gráfico “Residuals vs Leverage” é o de detetar outliers que possam representar casos influentes na 

análise de regressão linear. Devem procurar-se valores no canto superior ou inferior direito e vigiar 

casos que se apresentem fora da linha que representa a distância de Cook (casos com altas 

pontuações de distância de Cook) que representam casos influentes para os resultados da regressão, 

isto é, se os excluirmos, os resultados da regressão são alterados. As observações 39 e 254 

encontrarem-se perto da fronteira que representa a distância de Cook, contudo, não a ultrapassam e, 

por isso, apesar de serem outliers não representam casos influentes que tenham de ser excluídos do 

modelo. 
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Figura 9 I Análise de resíduos - Cenário Agregado. 

Os gráficos referentes aos restantes modelos desenvolvidos encontram-se disponíveis para análise 

no capítulo referente a anexos. 
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5. Apresentação de Resultados 

Terminada a fase de modelação, surge a necessidade de testar os modelos desenvolvidos, 

comparando a sua performance entre si e com o modelo standard atual. Para avaliar a adequabilidade 

do modelo irá ser considerada a métrica RMSE, calculada de forma similar ao MSE, contudo, permite 

lidar com o problema da diferença entre unidades possibilitando que estas permaneçam na mesma 

escala que os dados originais, resultando numa melhor interpretabilidade do resultado da métrica.   

 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦𝑖 − 𝑓(𝑥𝑖))2

𝑛

𝑖=1

 . (5.1) 

 

5.1 Resultados relativos aos três cenários 

Na tabela 9 estão representados os resultados do RMSE para cada modelo desenvolvido e para as 

previsões estimadas pelos cirurgiões. Selecionando por exemplo o modelo agregado, é possível 

interpretar que em média, o modelo erra em 18 minutos a mais ou a menos da duração real das 

cirurgias. Quando analisamos as previsões realizadas pelos cirurgiões, é possível verificar que, de 

forma geral, estes erram em 53 minutos a mais ou a menos da duração real cirúrgica apresentando o 

modelo previsões mais próximas da realidade do que os médicos. É possível aplicar a mesma 

interpretação aos restantes modelos sendo que, a conclusão de que o modelo apresenta resultados 

mais precisos do que o cirurgião se verifica para todos.  

Tabela 11 I RMSE modelo VS RMSE cirurgião. 

# Modelo RMSE Previsões Modelo 

(min) 

RMSE Previsões Cirurgiões 

(min) 

 R2 Ajustado 

1 Agregado 18 53 0.8429 

2 Procedimento 1 14 45 0.3445 

3 Procedimento 2 15 31 0.1552 

4 Procedimento 3 27 80 0.3138 

5 Procedimento 4 19 39 0.3868 

6 Cirurgião 1 17 38 0.8448 

7 Cirurgião 2 37 92 0.5333 

8 Cirurgião 3 14 60 0.8963 

9 Cirurgião 4 12 42 0.8035 

 

Para além do RMSE é partilhado na tabela 9 o coeficiente de determinação ajustado (R2 ajustado). O 

R2 representa a proporção da variância de uma variável dependente que é explicada pelas variáveis 

independentes de um modelo de regressão. Contudo, o R2 tende a aumentar quanto maior for o 

número de variáveis independentes. Consequentemente, um modelo com mais termos pode parecer 

ter um melhor ajuste simplesmente porque tem mais termos. Assim, por forma a contornar esta 
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limitação e a comparar corretamente o R2 de modelos com número distinto de variáveis independentes 

é necessário obter-se este valor ajustado (R2 ajustado). Esta métrica ajusta-se ao número de termos 

no modelo, isto é, o seu valor só aumenta quando o novo termo melhora efetivamente o desempenho 

do modelo, diminuindo quando o contrário acontece. Relativamente ao modelo agregado é possível 

concluir através do seu valor de R2 ajustado que este explica 84.29% da variância da variável 

dependente a partir das variáveis independentes incluídas no modelo. Este valor é bastante inferior 

para os modelos por procedimento demonstrando que, as variáveis independentes incluídas nestes 

últimos parecem não apresentar grande poder explicativo relativamente à variação da variável de 

resposta. Por outro lado, os modelos por cirurgião apresentam valores de R2 ajustado elevados 

superando mesmo o valor do modelo agregado para o cirurgião 1 e 3. Apenas o modelo relativo ao 

cirurgião 2 originou um R2 ajustado mais baixo. Desta forma, é possível aferir que o modelo agregado 

e os modelos por cirurgião tendem a melhor explicar a variância da duração cirúrgica. 

Para quantificar as melhorias na previsão de durações cirúrgicas possibilitadas pelos modelos foram 

distinguidos 3 níveis de classificação:  

• Exatas: previsões que estão incluídas num determinado intervalo de tolerância; 

• Sobrestimadas: previsões superiores à tolerância definida; 

• Subestimadas: previsões inferiores à tolerância definida. 

Idealmente, um modelo deverá fornecer uma maior percentagem de previsões exatas e sobrestimar 

mais do que subestima (Zhao et al., 2019). Será preferível a sobrestimação pois, apesar de esta poder 

originar uma ocupação do bloco mais baixa não contribuirá para possíveis cancelamentos ou 

adiamentos, ambas situações que podem representar pesos significativos na saúde dos pacientes e 

no nível de serviço que é esperado de uma instituição de cuidados de saúde privada. Contudo, este 

trade-off entre o tempo de desocupação do bloco fruto de sobrestimações e o tempo extra ao previsto 

deverá ser monitorizado de forma rigorosa para que o custo de oportunidade de um não supere o outro. 

A figura 12 demonstra a percentagem de previsões realizadas pelos cirurgiões consideradas como 

exatas, sobrestimações e subestimações tendo em conta um intervalo de tolerância de 10%, 20% ou 

30% para cirurgias com durações superiores a 100 minutos e um intervalo de tolerância de 10, 20 ou 

30 minutos para cirurgias com durações inferiores a 100 minutos. Como esperado, à medida que o 

intervalo de tolerância aumenta mais previsões são classificadas como exatas. Contudo, é de notar 

que, para uma tolerância considerada elevada (30% ou 30 minutos), a percentagem de casos 

sobrestimados é ainda considerável (63%), levando-nos a concluir que os cirurgiões, na maior parte 

dos casos sobrestimam, muito para além do que é a duração real das cirurgias que pretendem realizar.  
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Figura 10 I Gráfico de classificação das previsões realizadas pelos cirurgiões - Amostra de Teste. 

É ainda possível verificar através da tabela 10, quais os cirurgiões que realizam previsões mais 

discrepantes relativamente à duração real posteriormente verificada. 

Tabela 12 I RMSE por cirurgião - Amostra de Teste. 

Cirurgião Amostra RMSE 

1 46 92 

2 20 91 

3 44 85 

4 25 76 

5 17 68 

6 29 59 

7 14 51 

8 13 50 

9 2 48 

10 1 47 

11 36 45 

12 16 45 

13 8 45 

14 8 43 

15 39 43 

16 32 41 

17 24 40 

18 52 38 

19 154 38 

20 30 38 

21 27 37 

22 3 37 

23 13 36 

24 37 35 

25 17 33 

26 4 28 

27 2 15 

 

Ao analisar o gráfico da figura 13 relativo ao intervalo de tolerância de 10 min para cirurgias com 

durações inferiores a 100 minutos e 10% para cirurgias com durações superiores a 100 minutos foi 

possível concluir, uma vez mais que todos os modelos apresentam melhorias significativas no que toca 
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à exatidão na previsão quando comparadas com as previsões dos cirurgiões para o mesmo intervalo 

de tolerância. O modelo agregado prevê com exatidão 58% das vezes e sobrestima mais do que 

subestima. Os modelos por procedimento preveem com exatidão desde um mínimo de 28% a um 

máximo de 74% dos casos subestimando mais do que sobrestimam. Relativamente aos modelos por 

cirurgião, estes preveem entre 37% a 74% dos casos com exatidão sendo que sobrestimam mais do 

que subestimam. 

 

Figura 11 I Gráfico de classificação das previsões realizadas pelos modelos tendo em conta um intervalo de 
tolerância de 10 minutos para cirurgias com duração inferior a 100 minutos e 10% para cirurgias com duração 

superior a 100 minutos. 

Admitindo agora (ver figura 14) uma tolerância de 20 min para cirurgias com durações inferiores a 100 

minutos e 20% para cirurgias com durações superiores a 100 minutos conclui-se que o modelo 

agregado apresenta uma exatidão de 81% mantendo a sobrestimação superior à subestimação. Os 

modelos por procedimento apresentam valores de exatidão entre 65% e 92% apresentando no geral 

valores de subestimação superiores. Os modelos por cirurgião apresentam neste caso uma exatidão 

entre 52% e 89% com mais valores sobrestimados do que subestimados.  

 

Figura 12 I Gráfico de classificação das previsões realizadas pelos modelos tendo em conta um intervalo de 
tolerância de 20 minutos para cirurgias com duração inferior a 100 minutos e 20% para cirurgias com duração 

superior a 100 minutos. 
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Considerando uma tolerância de 30 min para cirurgias com durações inferiores a 100 minutos e 30% 

para cirurgias com durações superiores a 100 minutos (ver figura 15), verifica-se uma percentagem de 

exatidão de 93% para o modelo agregado, entre 88% e 98% para os modelo por procedimento e entre 

65% e 97% quando analisando os modelos por cirurgião mantendo-se, para os três tipos de modelos, 

o comportamento relativo a sobrestimações e subestimações apurado nas análises anteriores.  

Este último caso transmite a ideia de que os modelos acertam praticamente sempre na duração 

esperada das cirurgias, contudo, este poderá já ser um intervalo de tolerância que o hospital não 

quererá assumir. Se o hospital optar por utilizar um modelo como ferramenta de suporte ao cálculo das 

previsões de tempo cirúrgico deverá definir qual a tolerância admitida e realizar a escolha do modelo a 

utilizar a partir daí. Esta tolerância idealmente deverá ser comunicada e considerada por quem 

posteriormente realiza o planeamento semanal da ocupação do bloco. 

 

 

Figura 13 I Gráfico de classificação das previsões realizadas pelos modelos tendo em conta um intervalo de 
tolerância de 30 minutos para cirurgias com duração inferior a 100 minutos e 30% para cirurgias com duração 

superior a 100 minutos. 

A análise realizada não nos permite deduzir, contudo, qual o modelo que, efetivamente reproduz as 

previsões mais precisas. Para isso, é necessário confrontar individualmente os modelos entre si, 

comparando amostras similares em dimensão e informação, análise que é reproduzida nas seguintes 

secções. No entanto, para concluir se o modelo por procedimento supera as estimativas do modelo por 

cirurgião ou o contrário seria necessário filtrarem-se os resultados dos dois modelos simultaneamente, 

isto é, os modelos por procedimento seriam filtrados por cirurgião e comparados com os resultados dos 

modelos por cirurgião filtrados para cada procedimento. Isto originaria amostras de dados muito 

diminutas fornecedoras de conclusões com pouca robustez. Por esta razão optou-se por não se realizar 

esta comparação. 
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5.2 Comparação entre o cenário agregado e o cenário por procedimento 

De forma a poder afirmar qual o modelo com melhor desempenho, foi, numa primeira fase, comparada 

a performance do modelo agregado com a do modelo por procedimento. Para isso, os resultados do 

modelo agregado foram filtrados por procedimento e comparados com os do modelo relativo ao 

procedimento correspondente. Esta análise foi realizada para os quatro procedimentos selecionados 

utilizando, numa primeira fase, a métrica RMSE (tabela 11). 

Tabela 13 I Comparação do RMSE do modelo agregado calculado para cada procedimento e do RMSE de cada 
modelo por procedimento. 

Procedimento RMSE Agregado RMSE Procedimento 

Procedimento 1 11.8 14.0 

Procedimento 2 15.5 15.4 

Procedimento 3 21.8 27.5 

Procedimento 4 20.5 18.7 

 

De forma a aprofundar a análise, as mesmas amostras de previsões para cada procedimento foram 

classificadas como “Exatas”, “Sobrestimações” e “Subestimações” utilizando um intervalo de tolerância 

de 10 minutos para cirurgias com durações inferiores a 100 min e 10% para cirurgias com durações 

superiores a 100 minutos (figura 16). 

 

Figura 14 I Gráfico de classificação das previsões realizadas pelo modelo agregado filtrado por procedimento e 
pelo modelo por procedimento tendo em conta um intervalo de tolerância de 10 minutos para cirurgias com 

duração inferior a 100 minutos e 10% para cirurgias com duração superior a 100 minutos. 

Na tabela 11 verificam-se diferenças pouco significativas entre o RMSE do modelo agregado filtrado 

por procedimento e o RMSE do modelo por procedimento. Todavia, para o procedimento 1 e 3, o 

modelo agregado apresenta um RMSE inferior, valor que se traduz numa percentagem de exatidão 

superior ao modelo por procedimento, sendo essa diferença especialmente notável no procedimento 

3. Para o procedimento 2, o RMSE do modelo por procedimento é ligeiramente inferior ao do modelo 
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agregado, valor também espelhado na análise de exatidão onde a percentagem é superior para o 

modelo por procedimento do que para o modelo agregado. Relativamente ao procedimento 4, o RMSE 

do modelo agregado é superior ao do modelo por procedimento. Contudo, a partir da figura 16 é 

possível aferir que a percentagem de exatidão se mantém superior para o modelo agregado quando 

comparada com a do modelo por procedimento. Uma possível explicação para este facto poderá 

assentar nos valores baixos de R2 ajustado que os modelos por procedimento apresentam 

relativamente ao modelo agregado. Estes valores poderão ser justificados pela limitação já 

apresentada dos dados fornecidos. Os códigos dos procedimentos partilhados não são os CPTs 

estandardizados e universalmente utilizados. Os códigos da amostra são internos ao hospital e 

integram todos os procedimentos e subprocedimentos que o cirurgião pretende realizar. Isto quer dizer 

que para um mesmo procedimento, se o subprocedimento for distinto ou extra à cirurgia base, a 

cirurgia irá apresentar outro código, mesmo que em termos de complexidade e tempo cirúrgico não 

apresente qualquer influência. Este constrangimento impacta diretamente na dimensão da amostra de 

cada procedimento disponível que, na realidade, poderia ser consideravelmente superior e dessa 

forma, contribuindo para o treino de modelos por procedimento mais precisos. 

Assim, será mais favorável optar pelo modelo agregado que parece explicar melhor a variância da 

duração das cirurgias, apresentando valores de RMSE baixos e percentagens de exatidão 

suficientemente elevadas para constituir uma boa alternativa ao modelo de estimação atual.  

5.3 Comparação entre o cenário agregado e o cenário por cirurgião 

À semelhança da secção anterior, foi realizada a análise de comparação entre o modelo agregado e o 

modelo por cirurgião. Os resultados do modelo agregado foram agora filtrados por cirurgião e 

comparados com os do modelo relativo ao cirurgião correspondente. Esta análise foi realizada para os 

quatro cirurgiões selecionados utilizando também a métrica RMSE (tabela 12). 

Tabela 14 I Comparação do RMSE do modelo agregado calculado para cada cirurgião e do RMSE de cada 
modelo por cirurgião. 

Cirurgião RMSE Agregado RMSE Cirurgião 

Cirurgião 1 12.2 16.6 

Cirurgião 2 30.5 37.1 

Cirurgião 3 11.0 13.8 

Cirurgião 4 11.1 11.7 

 

De forma semelhante à análise anterior, as mesmas amostras de previsões para cada procedimento 

foram classificadas como “Exatas”, “Sobrestimações” e “Subestimações” utilizando um intervalo de 

tolerância de 10 minutos para cirurgias com durações inferiores a 100 min e 10% para cirurgias com 

durações superiores a 100 minutos (figura 17). 
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Figura 15 I Gráfico de classificação das previsões realizadas pelo modelo agregado filtrado por cirurgião e pelo 
modelo por cirurgião tendo em conta um intervalo de tolerância de 10 minutos para cirurgias com duração inferior 

a 100 minutos e 10% para cirurgias com duração superior a 100 minutos. 

Quando se comparam os valores do RMSE apresentados na tabela 12 é possível verificar que, uma 

vez mais, não existem diferenças significativas entre os dois modelos. Apesar deste facto, verificam-se 

consistentemente valores mais baixos para o modelo agregado. Ainda assim, os modelos por cirurgião 

devolvem valores de R2 ajustado bastante satisfatórios, obtendo dois deles até valores superiores ao 

modelo agregado (ver tabela 9). Apenas o cirurgião 2 está associado a um valor de R2 ajustado inferior, 

comportamento que se reflete posteriormente no seu RMSE superior e na sua percentagem de 

exatidão que é significativamente mais baixa quando comparada com a dos restantes modelos. Este 

facto poderá ser explicado pelos procedimentos realizados por este cirurgião presentes na amostra 

de teste apresentarem durações médias significativamente superiores aos procedimentos registados 

para os restantes cirurgiões analisados. Strum et al. (2000) referem que a variabilidade absoluta é 

esperada que seja superior para cirurgias com durações elevadas pelo que, se torna possível justificar 

os valor de RMSE superior e percentagem de exatidão inferior para este cirurgião. 

Relativamente às percentagens de exatidão, estas também não variam muito entre modelos sendo, 

na sua maioria superiores para o modelo agregado. No entanto, os modelos por cirurgião apresentam 

percentagens de sobrestimação consistentemente superiores às de subestimação enquanto o modelo 

agregado apresenta a mesma frequência de sobrestimação e subestimação, sobrestimando, contudo 

em maior escala. 

Desta forma, prevê-se que o modelo agregado constituirá a melhor opção como alternativa ao método 

utilizado atualmente. Ainda assim, os modelos por cirurgião demonstram ter potencial para 

possivelmente superar o modelo agregado quando treinados com uma amostra superior à atual. Para 

treinar o modelo agregado utilizou-se uma amostra de 3312 observações enquanto os modelos por 

cirurgião foram treinados aplicando amostras com dimensão entre 227 e 625 observações, diferença 

que se confirma ser relevante. Esta conclusão poderá ser apoiada pelo estudo de Bartek et al. (2019) 
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que obtém resultados superiores para os modelos individuais específicos de cirurgião relativamente 

aos modelos individuais específicos de serviço. 

5.4 Análise da relação entre os preditores e a variável dependente 

O objetivo secundário desta dissertação de mestrado passa por analisar quais são as variáveis 

independentes mais importantes que apresentam uma relação forte com a variável dependente. Como 

referido na literatura, quando o número de fatores é elevado, esta importância é aferida pela 

metodologia de seleção selecionada, que, neste caso, foi a backward selection. Nesta fase, são 

mantidas no modelo as variáveis que otimizam a performance do modelo e que melhor explicam a 

variabilidade da duração cirúrgica. 

Foram introduzidas nos modelos variáveis operacionais (mês, dia da semana, dia útil, turno, sala, se a 

cirurgia era ou não a primeira do dia, prioridade da cirurgia), variáveis representativas de características 

dos pacientes (idade e género), variáveis relativas às características dos procedimentos (código do 

procedimento, se é uma cirurgia de ambulatório ou não, a duração média por procedimento e por 

cirurgião e a duração prevista pelo cirurgião) e uma variável representativa da equipa (cirurgião 

principal).  

Ao analisar a tabela 8 que sumariza as variáveis selecionadas para integrar cada modelo foi, numa 

primeira instância possível verificar que, como esperado, a variável “codigo_procedimento” foi incluída 

em todos os modelos sendo, por isso, o fator com maior poder preditivo, conclusão que a literatura 

existente já refere (Ng et al., 2017). Ainda relativamente às variáveis características dos procedimentos, 

observou-se que pelo menos uma das durações (média ou prevista) se mostrou relevante na 

construção dos modelos agregado e por procedimento tornando-se pouco úteis para os modelos por 

cirurgião. Por outro lado, conclui-se que as características do paciente apresentam também um peso 

significativo sendo que pelo menos uma delas integra todos os modelos, exceto o relativo ao cirurgião 

3. Adicionalmente, o cirurgião principal parece impactar, de forma semelhante na duração das cirurgias, 

sendo esta variável selecionada para todos os modelos agregado e por procedimento com exceção do 

procedimento 2. Por último, foi possível aferir que de entre as variáveis operacionais, aquelas que 

demonstraram uma maior relação com o tempo cirúrgico foram a prioridade da cirurgia (eletiva ou 

urgente) e se a cirurgia era a primeira ou não do dia. As variáveis “mês” e “dia_da_semana” não 

parecem influenciar o desempenho dos modelos como acontece no trabalho realizado por Ng et al., 

(2017). Contudo, no estudo referenciado a hora do dia parece ser significativa, no entanto, no presente 

trabalho é demonstrado o contrário com a variável “turno” a ser considerada apenas no modelo relativo 

ao procedimento 2. 
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6. Discussão de Resultados 

O BO é o recurso mais crítico e dispendioso de um hospital, representando, por outro lado, também a 

sua maior fonte de rendimento. Desta forma, é indispensável que a sua gestão seja eficiente visto que 

cada minuto desperdiçado pode causar perdas significativas de receita. Para uma utilização eficiente 

do BO são necessárias previsões precisas de tempos de ocupação do bloco que contribuam para a 

melhor sequenciação de cirurgias. 

O tempo de ocupação do bloco é caracterizado por diversas fases e apresenta muitos fatores que 

podem interferir com a sua eficiência e que tornam exigente o planeamento de cirurgias que maximize 

a eficiência dos recursos e que evite sobrestimações ou subestimações. Estes casos podem causar, 

adiantamentos (resultando em perdas na ocupação do bloco), atrasos ou até cancelamentos que 

podem ter impactos negativos na saúde dos pacientes bem como no nível de serviço que se pretende 

oferecer ao cliente, fator crítico de numa unidade de serviços de saúde privada. 

Neste contexto, o objetivo desta dissertação de mestrado, passa por desenvolver modelos de previsão 

de duração de cirurgias que superem as estimativas realizadas atualmente pelos cirurgiões da 

especialidade de ortopedia do Hospital da Luz de Lisboa. Sendo poucas as ferramentas atualmente 

disponíveis de apoio à previsão, os cirurgiões preveem o tempo cirúrgico apenas tendo por base a sua 

experiência. Isto origina, de acordo com a análise desenvolvida, percentagens de exatidão muito 

reduzidas de apenas 6% considerando um intervalo de tolerância de 10 minutos para cirurgias com 

duração inferior a 100 minutos e 10% da duração real para cirurgias com duração superior a 100 

minutos. Apesar da literatura não apresentar consensualidade relativamente à definição de duração 

cirúrgica, é considerado neste trabalho, a duração entre a incisão e o fecho do paciente. 

No âmbito da otimização da previsão de tempos cirúrgicos, várias abordagens têm sido propostas na 

literatura, contudo, a abordagem de resolução selecionada foi a regressão linear por garantir o melhor 

trade-off entre flexibilidade e interpretabilidade. 

Para este trabalho, optou-se pelo desenvolvimento de três cenários diferentes: um modelo agregado, 

modelos por procedimento e modelos por cirurgião. A amostra de dados partilhada inclui cirurgias 

realizadas entre os anos de 2019 e 2022, correspondendo a um total de 8937 cirurgias apenas relativas 

à especialidade de ortopedia. Após a fase de seleção e preparação de dados esta amostra reduziu-se 

a 3312 cirurgias utilizadas para treinar os modelos e 713 cirurgias que constituíram a amostra de teste. 

Após a garantia dos pressupostos necessários seguiu-se a modelação de nove modelos distintos (um 

modelo agregado, quatro modelos por procedimento e quatro modelos por cirurgião). 

De um modo geral os modelos desenvolvidos produziram melhores previsões do que os cirurgiões. O 

RMSE de cada um mostrou-se ser consideravelmente inferior ao método atualmente praticado e a 

percentagem de exatidão subiu para valores entre os 28% e os 74%. Estas percentagens são reflexo 

de um intervalo de tolerância conservador tendo sido realizadas análises para intervalos superiores 

para os quais a percentagem de exatidão chega a atingir os 98% para um dos modelos. Contudo, por 

forma a determinar qual o modelo que demonstra o melhor desempenho foi necessário compará-los 
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individualmente. Ao comparar o modelo agregado com os modelos por procedimento foi possível 

concluir através de um valor de R2 ajustado bastante superior que o modelo agregado apresenta um 

maior poder explicativo relativamente à variância da duração real das cirurgias. Para além deste facto 

os valores reduzidos do RMSE bem como a percentagem de exatidão elevada fazem dele uma 

alternativa válida ao standard atual. Numa segunda fase, comparou-se o modelo agregado com o 

modelo por cirurgião. Foi possível observar valores de RMSE consistentemente mais baixos para o 

modelo agregado e percentagens de exatidão pouco variáveis entre ambos, mas na sua maioria 

superiores para o modelo agregado. No entanto, os modelos por cirurgião devolvem valores de R2 

ajustado bastante satisfatórios, obtendo dois deles até valores superiores ao modelo agregado. Desta 

forma, tudo indica que o modelo agregado representa a melhor alternativa às previsões atualmente 

estimadas pelos cirurgiões, contudo, os modelos por cirurgião demonstram ter potencial para 

possivelmente virem a superar o modelo agregado quando treinados com uma amostra superior à 

atualmente disponibilizada. Considera-se ainda que, a utilização desta metodologia, para além de 

poder contribuir para uma melhoria da eficiência do BO, poderá sensibilizar progressivamente os 

cirurgiões para a importância de realizarem estimativas o mais exatas possíveis cultivando-se, desta 

forma, uma cultura de corresponsabilização na gestão dos tempo de bloco. 

Apesar dos resultados obtidos, existem limitações importantes que devem ser consideradas. Os dados 

foram recolhidos retrospetivamente, pelo que, não poderão ser feitas quaisquer reivindicações sobre 

a exatidão dos tempos registados pela equipa do BO. Por outro lado, e como anteriormente referido, 

os códigos por procedimento partilhados não correspondem aos CPTs universalmente utilizados. Os 

códigos utilizados para a análise são internos ao hospital e indicam todos os procedimentos e 

procedimentos acessórios a realizar durante a cirurgia. Acontece que, alguns destes procedimentos 

secundários, não tendo real impacto no tempo total da cirurgia, formam novas combinações de 

códigos cirúrgicos e assim, novos tipos de cirurgia. Este facto, teve impacto direto no número de 

observações por tipo de procedimento que poderia ser superior em alguns casos e, 

consequentemente originar modelos mais bem treinados. Efetivamente, foi possível deduzir através 

dos resultados que, os modelos por cirurgião apresentam potencial para possivelmente superar a 

performance do modelo agregado, no entanto, os modelos foram treinados com uma amostra 

substancialmente inferior à do modelo agregado podendo esta constituir uma das suas limitações. 

Adicionalmente, não foi possível de forma ágil obter dados relativamente a algumas das variáveis que 

a literatura estudada refere como podendo ter poder preditivo como por exemplo as comorbilidades 

do paciente ou a classe de risco ASA. Por último, este estudo foi realizado apenas para a 

especialidade ortopédica do Hospital da Luz de Lisboa, sendo provavelmente não generalizável a 

outras especialidades ou instalações. 

Por fim, apesar da duração efetiva da cirurgia ser possivelmente o fator mais crítico a ter em 

consideração, a otimização da ocupação do BO depende de forma semelhante da monitorização das 

restantes fases que integram o processo operatório como o tempo de anestesia e especialmente do 

tempo de turnover. Este último, representa a duração entre a saída de um paciente da sala operatória 

e o momento em que se dá a entrada de um novo paciente e onde ocorre a retirada dos materiais da 
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sala, a sua limpeza e a preparação para o início da cirurgia seguinte. Na maior parte dos casos, de 

acordo com a literatura, verifica-se com alguma frequência a falta de fluxo operacional ou a ausência 

de procedimentos padronizados que minimizem o tempo associado a esta etapa sendo de todo o 

interesse, em nosso entender, avaliar no futuro também esta dinâmica no BO do hospital para tentar 

monitorizar e, se possível, otimizar o turnover de cada sala.  
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7. Conclusões e Trabalho Futuro 

Neste estudo é, entre outras variáveis, analisada a previsão dos tempos cirúrgicos por parte dos 

cirurgiões da especialidade de ortopedia e o tempo real do procedimento mostrando-se haver uma 

discrepância considerável entre ambas. 

Tentando colmatar esta discrepância, o desenvolvimento de modelos de previsão de tempos cirúrgicos, 

utilizando, neste caso, o método da regressão linear, permitiu perceber até que ponto estas estimativas 

poderiam ser melhoradas. Construíram-se modelos por procedimento, modelos por cirurgião e um 

modelo agregado, obtendo-se valores de exatidão entre 28% e 74% que superam todos as previsões 

atuais. 

Após a análise de resultados, foi possível constatar que o modelo com melhor desempenho foi o modelo 

agregado, que produziu estimativas de previsão com uma exatidão de 58%, sobrestimando em 23% 

dos casos e subestimando 19% dos mesmos. Ao mesmo tempo, este modelo apresenta valores de 

RMSE baixos e um R2 ajustado que garante a explicação de grande parte da variabilidade do tempo 

cirúrgico. Torna-se assim evidente existir uma janela de oportunidade para uma melhoria significativa 

da eficiência dos recursos do hospital. 

Para trabalho futuro, sugere-se a modelação por procedimento a partir de uma amostra 

estandardizada de códigos de procedimento e o treino de modelos por cirurgião com amostras de 

dimensão e diversidade superior. Propõe-se simultaneamente estudar a construção de modelos de 

classificação que ao invés de fornecerem estimativas numéricas, categorizam as observações por 

classes ou intervalos de duração. Adicionalmente, considera-se interessante o estudo de abordagens 

de ML referidas na literatura como sendo promissoras de aumentar a precisão da previsão de tempos 

cirúrgicos. Finalmente, recomenda-se a análise dos dados referentes ao tempo de turnover, fase que 

se identifica como também sendo crítica na maximização da ocupação do BO, e dessa forma a 

identificar possíveis oportunidades de melhoria.  
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Anexos 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura I I Transformação da variável dependente no seu logaritmo - Procedimento 1. 

Figura II I Transformação da variável dependente no seu logaritmo - Procedimento 2. 

Figura III I Transformação da variável dependente no seu logaritmo - Procedimento 3. 
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Figura IV I Transformação da variável dependente no seu logaritmo - Procedimento 4. 

Figura V I Transformação da variável dependente no seu logaritmo - Cirurgião 1. 

Figura VI I Transformação da variável dependente no seu logaritmo - Cirurgião 2. 
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Figure IX I Coeficientes de correlação entre variáveis numéricas - Procedimento 1. 

 

 

Figure X I Coeficientes de correlação entre variáveis numéricas - Procedimento 2. 

 

Figura VII I Transformação da variável dependente no seu logaritmo - Cirurgião 3. 

Figura VIII I Transformação da variável dependente no seu logaritmo - Cirurgião 4. 
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Figure XI I Coeficientes de correlação entre variáveis numéricas - Procedimento 3. 

 

 

Figure XII I Coeficientes de correlação entre variáveis numéricas - Procedimento 4. 

 

 

Figure XIII I Coeficientes de correlação entre variáveis numéricas - Cirurgião 1. 

 

 

Figure XIV I Coeficientes de correlação entre variáveis numéricas - Cirurgião 2. 

 

 

Figure XV I Coeficientes de correlação entre variáveis numéricas - Cirurgião 3. 

 

 

Figure XVI I Coeficientes de correlação entre variáveis numéricas - Cirurgião 4. 

 

 

Figure XVII I Cálculo do VIF - Procedimento 1. 
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Figure XVIII I Cálculo do VIF - Procedimento 2. 

 

 

Figure XIX I Cálculo do VIF - Procedimento 3. 

 

 

Figure XX I Cálculo do VIF - Procedimento 4. 

 

 

Figure XXI I Cálculo do VIF - Cirurgião 1. 

 

 

Figure XXII I Cálculo do VIF - Cirurgião 2. 

 

 

Figure XXIII I Cálculo do VIF - Cirurgião 3. 
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Figure XXIV I Cálculo do VIF - Cirurgião 4. 

 

 

Tabela I I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria - 
Procedimento 1. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.2039 

2 dia_da_semana 2.2e-16 

3 cirurgiao_principal 2.2e-16 

4 sala 3.345e-11 

 

Tabela II I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria - 
Procedimento 2. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.3815 

2 dia_da_semana 0.02241 

3 cirurgiao_principal 7.346e-07 

4 sala 0.01676 

 

Tabela III I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria - 
Procedimento 3. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.4825 

2 dia_da_semana 7.836e-06 

3 cirurgiao_principal 6.476e-14 

4 sala 0.002051 

 

Tabela IV I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria - 
Procedimento 4. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.04574 

2 dia_da_semana 0.007717 

3 cirurgiao_principal 7.225e-09 

4 sala 0.04782 
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Tabela V I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria – 
Cirurgião 1. 

 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.6426 

2 dia_da_semana 0.0256 

3 codigo_procedimento 2.2e-16 

4 sala 0.2561 

 

Tabela VI I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria – 
Cirurgião 2. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.009533 

2 dia_da_semana 0.2325 

3 codigo_procedimento 2.2e-16 

4 sala 0.4052 

 

Tabela VII I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria – 
Cirurgião 3. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.1032 

2 dia_da_semana 0.1309 

3 codigo_procedimento 2.2e-16 

4 sala 0.03244 

 

Tabela VIII I p-value resultante da ANOVA aplicada a cada variável categórica com mais do que uma categoria – 
Cirurgião 4. 

# Variáveis Independentes (Fatores) p-value 

1 mes 0.1591 

2 dia_da_semana 0.8458 

3 codigo_procedimento 2.2e-16 

4 sala 0.9351 
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Tabela IX I Variáveis a incluir na fase de modelação – Procedimento 1. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 dia_da_semana Nominal 6 

2 dia_util Nominal 2 

3 turno Nominal 2 

4 sala Nominal 13 

5 idade_paciente Numérica - 

6 genero_paciente Nominal 2 

7 cirurgiao_principal Nominal 15 

8 ambulatorio Nominal - 

9 prioridade_cirurgia Nominal 2 

10 primeira_cirurgia_dia Nominal 2 

11 duraçao_media  Numérica - 

12 duraçao_prevista Numérica - 

 

Tabela X I Variáveis a incluir na fase de modelação – Procedimento 2. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 dia_da_semana Nominal 6 

2 dia_util Nominal 2 

3 turno Nominal 2 

4 sala Nominal 13 

5 idade_paciente Numérica - 

6 genero_paciente Nominal 2 

7 cirurgiao_principal Nominal 12 

8 prioridade_cirurgia Nominal 2 

9 primeira_cirurgia_dia Nominal 2 

10 duraçao_media  Numérica - 

11 duraçao_prevista Numérica - 

 

Tabela X I Variáveis a incluir na fase de modelação – Procedimento 3. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 dia_da_semana Nominal 7 

2 dia_util Nominal 2 

3 turno Nominal 2 

4 sala Nominal 12 

5 idade_paciente Numérica - 

6 genero_paciente Nominal 2 

7 cirurgiao_principal Nominal 8 

8 prioridade_cirurgia Nominal 2 

9 primeira_cirurgia_dia Nominal 2 

10 duraçao_media  Numérica - 

11 duraçao_prevista Numérica - 
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Tabela XI I Variáveis a incluir na fase de modelação – Procedimento 4. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 mes Nominal 12 

2 dia_da_semana Nominal 6 

3 dia_util Nominal 2 

4 turno Nominal 2 

5 sala Nominal 11 

6 idade_paciente Numérica - 

7 genero_paciente Nominal 2 

8 cirurgiao_principal Nominal 12 

9 prioridade_cirurgia Nominal 2 

10 primeira_cirurgia_dia Nominal 2 

11 duraçao_media  Numérica - 

12 duraçao_prevista Numérica - 

 

Tabela XII I Variáveis a incluir na fase de modelação – Cirurgião 1. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 dia_da_semana Nominal 3 

2 turno Nominal 2 

3 idade_paciente Numérica - 

4 genero_paciente Nominal 2 

5 codigo_procedimento Nominal 8 

6 ambulatorio Nominal 2 

7 prioridade_cirurgia Nominal 2 

8 primeira_cirurgia_dia Nominal 2 

9 duraçao_media  Numérica - 

 

Tabela XIII I Variáveis a incluir na fase de modelação – Cirurgião 2 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 Mês Nominal 12 

2 dia_util Nominal 2 

3 turno  Nominal 2 

4 idade_paciente Numérica - 

5 genero_paciente Nominal 2 

6 codigo_procedimento Nominal 4 

7 ambulatorio Nominal 2 

8 prioridade_cirurgia Nominal 2 

9 primeira_cirurgia_dia Nominal 2 

10 duraçao_media  Numérica - 
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Tabela XIV I Variáveis a incluir na fase de modelação – Cirurgião 3. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 mes Nominal 12 

2 dia_da_semana Nominal 3 

3 dia_util Nominal 2 

4 turno Nominal 2 

5 sala Nominal 8 

6 idade_paciente Numérica - 

7 genero_paciente Nominal 2 

8 codigo_procedimento Nominal 16 

9 prioridade_cirurgia Nominal 2 

10 primeira_cirurgia_dia Nominal 2 

11 duraçao_media  Numérica - 

 

Tabela XV I Variáveis a incluir na fase de modelação – Cirurgião 4. 

# Variáveis Independentes (Fatores) Tipo Nº de Níveis 

1 turno Nominal 2 

2 idade_paciente Numérica - 

3 genero_paciente Nominal 2 

4 codigo_procedimento Nominal 7 

5 ambulatorio Nominal 2 

6 prioridade_cirurgia Nominal 2 

7 primeira_cirurgia_dia Nominal 2 

8 duraçao_media  Numérica - 
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Figura XXV I Análise de resíduos – Procedimento 1. 

 

 

Figura XXVI I Análise de resíduos – Procedimento 2. 
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Figura XXVII I Análise de resíduos – Procedimento 3. 

 

 

Figura XXVIII I Análise de resíduos – Procedimento 4. 
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Figura XXVIX I Análise de resíduos – Cirurgião 1. 

 

 

Figura XXX I Análise de resíduos – Cirurgião 2. 
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Figura XXXI I Análise de resíduos – Cirurgião 3. 

 

 

Figura XXXI I Análise de resíduos – Cirurgião 4. 

 


